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RESUMO

Memórias associativas são modelos inspirados na habilidade do cérebro humano de recordar
por associação. Estes modelos tem sido aplicados com sucesso em diversas áreas incluindo
processamento de imagem, controle e previsão de séries temporais. Nesta dissertação introduz-
imos a classe das memórias associativas morfológicas Brouwerianas (BMAMs), que são redes
neurais morfológicas definidas num reticulado completo Brouweriano. A memória associativa
fuzzy implicativa de Gödel é um exemplo de BMAM definida no reticulado completo [0,1].
Resultados teóricos sobre a convergência e capacidade de armazenamento das BMAMs são
enunciados. Também caracterizamos os padrões recordados por uma BMAM em termos dos
seus pontos fixos. Por fim, usamos um sistema fuzzy no espaço de cor HSV para introduzir
uma BMAM para o armazenamento e recordação de imagens coloridas. A tolerância da nova
memória com respeito a ruídos Gaussiano, impulsivo e pepper são investigadas por meio de
experimentos computacionais.

Palavras-chave: Memória associativa. Rede neural artificial. Reticulado completo Brouweri-
ano. Morfologia matemática. Sistema fuzzy. Processamento de imagem colorida.
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ABSTRACT

Associative memories are models inspired in the human brain ability to recall by association.
These models have been applied successfully in many areas including image processing, con-
trol, and time series prediction. In this dissertation, we introduce the class of Brouwerian mor-
phological associative memories (BMAMs), which are morphological neural networks defined
in a complete Brouwerian lattice. The implicative fuzzy associative memory of Gödel is an
instance of BMAM defined on the complete lattice [0,1]. Theoretical results concerning the
convergence and the storage capacity of BMAMs are given. We also characterize the patterns
recalled by a BMAM in terms of its fixed points. Finally, we use a fuzzy system on the HSV
color space to introduce a BMAM for the storage and recall of color images. The tolerance of
the novel memory with respect to Gaussian, impulsive, and pepper noise are investigated by
means of computational experiments.

Keywords: Associative memory. Artificial neural network. Complete Brouwerian lattice.
Mathematical morphology. Fuzzy system. Color image processing.
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1 INTRODUÇÃO

Redes neurais artificiais são modelos matemáticos inspirados no cérebro hu-
mano, onde a unidade básica de processamento é o neurônio. Diversos modelos de redes neurais
artificiais tem sido desenvolvidos para modelar as habilidades do cérebro. Uma das habilidades
do cérebro, chamada memória associativa, refere-se à capacidade de recordarmos informações
por associação [17, 23].

Os modelos de memórias associativas são desenvolvidos para armazenar e,
posteriormente, recordar um conjunto de associações {(xξ,yξ) ∶ ξ = 1, . . . , p}, chamado con-
junto das memórias fundamentais. As memórias associativas encontram aplicações em vários
ramos da ciência. Por exemplo, as AMs foram aplicadas em problemas de detecção de falhas
de motores [29], segurança de rede [69], reconhecimento e classificação de padrões [71, 72].

A Morfologia Matemática (MM) é uma teoria empregada no processamento
e análise de objetos ou imagens [46, 51]. Seu desenvolvimento começou a ser formalizado
na França nos anos 60 por Matheron e Serra, que se basearam nos trabalhos de Minkowski
e Hadwiger para criar a morfologia matemática binária [30, 46]. Matheron e Serra buscavam
criar um conjunto de ferramentas para extrair informações geométricas no estudo de imagens
binárias.

Nos anos 80, várias abordagens foram desenvolvidas para generalizar a MM
binária para imagens em tons de cinza. Por exemplo, a abordagem da umbra foi desenvolvida
por Sternberg enquanto que uma abordagem baseada no conceito de threshold foi introduzida
por Serra [52, 46]. Do ponto de vista teórico, tanto a MM binária como as abordagens em
tons de cinza, podem ser conduzidas numa estrutura matemática chamada reticulado completo
[18, 45].

Ritter e Sussner introduziram, em meados dos anos 1990, os primeiros mo-
delos de memórias associativas baseadas na MM, referidos como Memórias Associativas Mor-
fológicas (MAMs) tradicionais [38, 39]. Especificamente, os neurônios das MAMs tradicionais
efetuam generalizações das operações da abordagem umbra para a MM em tons de cinza. Em
termos gerais, a principal diferença entre os modelos clássicos de memórias associativas e os
modelos morfológicos está em utilizar as operações baseadas em reticulados no lugar das ope-
rações usuais de multiplicação de matrizes [39].

Matematicamente, as MAMs tradicionais são definidas em uma extensão de
reticulado completo com ordem de grupo, que além da estrutura de reticulado completo, precisa
ser um grupo. As Memórias Auto-associativas Esparsas em Reticulados Completos (MAERCs),
introduzidas por Valle em [60] e estudadas por Grande Vicente em [67], são baseadas em op-
erações da abordagem threshold da MM, por isso são definidas em reticulados completos, dis-
pensando a estrutura de l-grupo.

As memórias associativas fuzzy implicativas (IFAM, do termo inglês implica-
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tive fuzzy associative memories), introduzidas por Valle e Sussner são definidas utilizando ope-
rações da lógica fuzzy [56, 63]. Um exemplo de IFAM é a IFAM de Gödel que utiliza a impli-
cação fuzzy de Gödel. A IFAM de Gödel efetua uma operação da abordagem level sets da MM
no reticulado completo [0,1].

Nesta dissertação apresentamos as MAMs Brouwerianas, que é um novo mo-
delo de MAMs baseada na abordagem level sets da MM; que requer um reticulado completo
Brouweriano. As MAMs Brouwerianas generalizam a IFAM de Gödel e a MAERC baseada no
supremo.

Também apresentamos uma MAM Brouweriana para imagens coloridas. Uma
grande dificuldade para estender a MM para imagens coloridas é criar uma ordem entre as cores,
ou seja, introduzir uma relação de ordem no conjunto das cores de modo que se torne um retic-
ulado completo.

Em particular, Louverdis et al. desenvolveram um novo modelo fuzzy de
operadores morfológicos para imagens coloridas [27]. Especificamente, eles introduziram ope-
radores de dilatação e erosão menos sensíveis a distorções na imagem que as outras abordagens
morfológicas. Esses operadores são definidos utilizando uma ordem entre as cores baseada num
sistema de regras fuzzy se-então e o espaço de cor HSV.

Baseado no sistema de regras fuzzy se-então de Louverdis et al. definimos
uma ordem entre as cores que resulta em um reticulado completo Brouweriano no sistema de
cores HSV. Realizamos diversos experimentos computacionais com uma MAM Brouweriana
para imagens coloridas definidas nesse reticulado completo Brouweriano.

1.1 OBJETIVOS E ORGANIZAÇÃO DA DISSERTAÇÃO

Nesta dissertação apresentaremos as memórias associativas morfológicas
Brouwerianas, que é uma generalização de uma das memórias associativas esparsas em reti-
culados completos e de uma memória associativa fuzzy implicativa. Utilizaremos um sistema
baseado em regras fuzzy para desenvolver uma ordem entre cores que gere um reticulado com-
pleto Brouweriano para imagens coloridas, onde poderemos desenvolver uma MAM Brouwe-
riana que armazene e recorde imagens coloridas.

A dissertação esta organizada da seguinte maneira:
No capítulo 2 revisaremos os principais conceitos da lógica e da teoria de

conjuntos fuzzy, os principais operadores da lógica fuzzy, as relações fuzzy e sistemas baseados
em regras fuzzy.

No capítulo 3 revisaremos os principais conceitos da morfologia matemática,
que se desenvolve em reticulados completos. Além dos principais operadores em reticulados
completos, revisaremos a definição de reticulados Brouwerianos desenvolvida por Brouwer e
Heyting. No capítulo 3 também apresentaremos um reticulado completo Brouweriano para
imagens coloridas utilizando um sistema de regras fuzzy inspirado na abordagem de Louverdis
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et al..
No capítulo 4 revisaremos as MAMs, começando pelas MAMs de Ritter e

Sussner e, posteriormente, as memórias associativas fuzzy implicativas, dando principal ênfase
à memória associativa fuzzy implicativa de Gödel e as memórias associativas esparsas em retic-
ulados completos.

No capítulo 5, introduziremos as MAMs Brouwerianas que generaliza os
modelos das memórias associativas fuzzy implicativas baseados no supremo. Apresentamos
resultados teóricos das MAMs Brouwerianas. Também introduziremos uma memória associa-
tiva morfológica Brouweriana para imagens coloridas e faremos experimentos computacionais
para avaliar se o modelo tem tolerância à ruídos gaussiano, impulsivo e pepper.

A dissertação termina com a conclusão no capítulo 6 e as referências.
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2 LÓGICA E CONJUNTOS FUZZY

Neste capítulo revisaremos os conceitos fundamentais da lógica e da teoria
dos conjuntos fuzzy. A noção de conjuntos fuzzy é altamente intuitiva e transparente, pois
captura a essência da maneira como o mundo real é percebido e descrito [35].

A teoria dos conjuntos fuzzy foi introduzida por Zadeh em meados de 1960
e pode ser usada para modelar conceitos que não são bem definidos ou são imprecisos, por
exemplo, a noção de “pessoa jovem ”, “erro pequeno”, etc. [22, 32, 35, 70].

Na teoria clássica de conjuntos, dado um universo de discurso U e um con-
junto A ⊂ U , um elemento x ou pertence a A ou não pertence. Por exemplo, o número 2

pertence ao conjunto dos números naturais N = {1,2,3,4, . . .}, e o número (−2) não pertence.
Um conjunto A pode ser caracterizado por uma função χA ∶ U → {0,1},

chamada função característica, dada por

χA(x) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se x ∈ A,

0, se x /∈ A.
(2.1)

Ao utilizar a linguagem cotidiana natural para transmitir conhecimento e in-
formação, há uma grande dose de imprecisão e indefinição [32]. Por exemplo, se dizemos que
no conjunto das pessoas altas estão as pessoas com mais de 1,80 metros, uma pessoa com mais
de dois metros é alta, assim como uma pessoa com 1,81 metros. Porém, uma pessoa com 1,79

metros não seria considerada alta, apesar de ser quase imperceptível a diferença entre 1,79 e
1,81 metros. Neste momento, a linguagem cotidiana resolve dizendo que a pessoa com 2 metros
é muito alta e as pessoas de 1,79 ou 1,81 metros são altas.

A teoria dos conjuntos fuzzy captura essa característica da linguagem natural.
Dizemos que x tem um determinado grau de pertinência a um conjunto, podendo ter um grau de
pertinência que varia entre 0 (que representa que x não pertence ao conjunto) e 1 (que representa
que x pertence totalmente ao conjunto).

Um conjunto fuzzy A, também chamado conjunto nebuloso ou conjunto di-
fuso, é caracterizado por uma função de pertinência µA de um universo de discurso U no inter-
valo unitário [0,1]. Note que, se U é um conjunto finito, o conjuntoA pode ser representado por
um vetor coluna, isto é, se U = {u1, . . . , un}, então A pode ser representado por [a1, . . . , an]T ,
onde ai = µA(ui).

Qualquer função µ ∶ U → [0,1] torna-se potencialmente elegível para repre-
sentar uma função de pertinência do conjunto A. Porém, na prática, o tipo e a forma da função
de pertinência deve refletir o tipo de aplicação e a natureza do problema que pretendemos re-
solver [35].

A teoria dos conjuntos fuzzy estende a teoria clássica de conjuntos. Muitas
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operações com conjuntos fuzzy, incluindo as operações de união e intersecção, são modeladas
através de operadores da lógica fuzzy [22, 32, 35].

2.1 OPERADORES DA LÓGICA FUZZY

A norma triangular, ou simplesmente t-norma, generaliza o operador lógico
“E”, enquanto que a co-norma triangular, ou s-norma, generaliza o operador “OU”. As t-normas
e s-normas oferecem uma classe geral de operadores de intersecção e união [35].

Definição 2.1 (Norma triangular [35]). Uma norma triangular ou t-norma, é uma operação

binária t ∶ [0,1] × [0,1]→ [0,1] que satisfaz as seguintes propriedades:

1. Comutatividade: a t b = b ta;

2. Associatividade: a t (b t c) = (a t b) t c;

3. Monotonicidade: se b ≤ c, então a t b ≤ a t c;

4. Condições de fronteira: a t1 = a,

onde a, b, c ∈ [0,1].

Exemplos de t-normas:

Exemplo 2.2. Mínimo: a tmb = a ∧ b = min(a, b).

Exemplo 2.3. Produto: a t pb = ab.

Exemplo 2.4. Lukasiewicz: a t lb = (a + b − 1) ∨ 0 = max(a + b − 1,0).

As co-normas podem ser vistas como operadores duais das t-normas e, como
tal, explicitamente definidas com o uso das leis de De Morgan [35]. Podemos também caracteriza-
las de forma independentes utilizando a seguinte definição:

Definição 2.5 (Co-norma triangular [35]). Uma co-norma triangular, ou s-norma, é uma oper-

ação binária s ∶ [0,1] × [0,1]→ [0,1] que satisfaz as seguintes propriedades:

1. Comutatividade: a sb = b sa;

2. Associatividade: a s(b sc) = (a sb) sc;

3. Monotonicidade: se b ≤ c, então a sb ≤ a sc;

4. Condições de fronteira: a s0 = a,

onde a, b, c ∈ [0,1].

Exemplos de s-normas:
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Exemplo 2.6. Máximo: a smb = a ∨ b = max(a, b).

Exemplo 2.7. Soma probabilística: a s pb = a + b − ab.

Exemplo 2.8. Lukasiewicz: a s lb = (a + b) ∧ 1 = min(a + b,1).

Na lógica clássica, a implicação (⇒) é uma operação binária ⇒∶ {0,1} ×

{0,1}→ {0,1}, cuja tabela verdade é dada por:

⇒ 0 1

0 1 1

1 0 1

Definição 2.9 (Implicação fuzzy [34, 11]). Uma operação binária ⇒∶ [0,1] × [0,1] → [0,1]

decrescente no primeiro argumento e crescente no segundo argumento é chamada implicação

fuzzy se ⇒ estende a implicação clássica usual em {0,1} × {0,1}, i.é., (0 ⇒ 0) = (0 ⇒ 1) =

(1⇒ 1) = 1 e (1⇒ 0) = 0.

Alguns exemplos de implicações fuzzy:

Exemplo 2.10. Implicação de Gödel:

(a⇒m b) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se a ≤ b,

b, se a > b.

Exemplo 2.11. Implicação de Goguen:

(a⇒p b) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se a ≤ b,

b/a, se a > b.

Exemplo 2.12. Implicação de Lukasiewicz: (a⇒l b) = 1 ∧ (b − a + 1) = min{1, b − a + 1}.

A implicação que satisfaz (2.2) abaixo é chamada de implicação residual ou
R-implicação [32, 34], pois ela é definida através do resíduo de uma t-norma como segue, para
todo a, b ∈ [0,1]:

(a⇒ b) =⋁{z ∈ [0,1] ∶ a t z ≤ b}, (2.2)

As implicações dos Exemplos 2.10, 2.11 e 2.12 são implicações residuais
derivadas das t-normas dos Exemplos 2.2, 2.3 e 2.4 respectivamente.

2.2 RELAÇÕES FUZZY

Nesta seção começaremos fazendo uma breve introdução sobre relações no
sentido clássico e, posteriormente, falaremos das relações fuzzy, que estendem o conceito de
relações clássicas.
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Relações determinam associações, comparações, semelhanças, etc. entre ele-
mentos, que podem ou não estar no mesmo universos de discurso. Uma relação clássica entre
U1 e U2 corresponde à um conjunto de pares ordenados (u1, u2), onde u1 ∈ U1 e u2 ∈ U2 [35].
Uma relação clássicaR definida sobre o produto cartesiano de dois conjuntos clássicos U1 e U2

é um subconjunto de U1 × U2. Desta forma, podemos olhar para a função característica desse
subconjunto, que será uma função χR ∶ U1 ×U2 → {0,1} tal que

χR(u1, u2) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se (u1, u2) ∈R,

0, se (u1, u2) ∉R.
(2.3)

De forma análoga podemos estender essa ideia de relação para n universos
de discurso. Uma relação R entre U1, U2, . . . , Un é definida como um subconjunto do produto
cartesiano U1 × U2 × . . . × Un. A função caracteristica χR ∶ U1 × U2 × . . . × Un → {0,1} é dada
por [6]:

χR(u1, . . . , un) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se (u1, . . . , un) ∈R,

0, se (u1, . . . , un) ∉R.
(2.4)

O conceito matemático de relações fuzzy estende a ideia de relação clássica
para conjuntos fuzzy. Dados n universos de discurso U1, . . . , Un, uma relação fuzzy é qualquer
subconjunto fuzzy de U1 × . . . × Un [6]. A função de pertinência da relação fuzzy R é denotada
por µR ∶ U1 ×U2 × . . . ×Un → [0,1].

Dado um elemento u = (u1, . . . , un) ∈ U1 × . . . × Un, o valor da função de
pertinência µR(u) ∈ [0,1] indica o grau com que os elementos ui de u estão relacionados pela
relação R [35].

O produto cartesiano fuzzy é um relação fuzzy especialmente importante do
ponto de vista de projeção ou inferência, principalmente em sistemas baseados em regras fuzzy,
como veremos na seção 2.3. Tecnicamente, na teoria dos conjuntos fuzzy, o produto cartesiano
fuzzy é similar a intersecção [6].

Definição 2.13 (Produto Cartesiano Fuzzy [6]). O produto cartesiano fuzzy dos subconjun-

tos fuzzy A1,A2, . . . ,An de U1, U2, . . . , Un, respectivamente, é a relação fuzzy cuja função de

pertinência é dada por

µA1×...×An(u1, u2, . . . , un) = µA1(u1) tµA2(u2) t . . . tµAn(un), (2.5)

para todo (u1, u2, . . . , un) ∈ U1 ×U2 × . . . ×Un, em que t denota uma t-norma.

2.3 SISTEMAS BASEADOS EM REGRAS Fuzzy

No cotidiano, as ações humanas controlam os mais diversos sistemas do mundo
real por meio de informações imprecisas [6]. Um motorista desejando desviar de um obstáculo
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a sua frente, não pensa que deve virar o volante 30 ○, mas sim virar “um pouco”.
Uma tentativa de reproduzir a estratégia de um controlador humano é dada

pelos sistemas fuzzy, isto é, um sistema que se utiliza da lógica e conjuntos fuzzy para produzir
saídas para cada entrada fuzzy [6].

Em sistemas fuzzy as tarefas são comandadas por meio de termos da lin-
guagem usual e é nesse aspecto que variáveis linguísticas desempenham papel fundamental.
Estes termos, traduzidos por conjuntos fuzzy, são utilizados para transcrever a base de conheci-
mentos através de uma coleção de regras fuzzy, denominada base de regras fuzzy. A partir dessa
base de regras obtém-se a relação fuzzy, a qual produzirá a saída para cada entrada [6].

Sistemas fuzzy raciocinam com conjuntos linguísticos em vez de proposições
lógicas bivalentes. A forma geral de uma inferência lógica fuzzy é a condicional “Se Então”
[48]:

Se “condição” Então “conclusão”.

Uma regra fuzzy ou inferência fuzzy relaciona conjuntos fuzzy usando o modus

ponens generalizado do seguinte modo [48]:

Regra: Se u é A Então s é B, (2.6)

Fato: u é A∗, (2.7)

Conclusão: s é B∗. (2.8)

Na regra composicional de inferência, a função de pertinência do conjunto B∗ é dada por:

µB∗(s) = ⋁
u∈U

{µR(u, s) tµA∗(u)}, (2.9)

onde R é uma relação fuzzy, geralmente definida em termos do produto cartesiano fuzzy A ×B

ou uma implicação fuzzy.
As condições de uma regra fuzzy relacionam-se a valores fuzzy linguísticos de

uma ou mais variáveis, como por exemplo

Se “pressão = <baixa>” E “temperatura = <média>” Então “válvula = <abrir um pouco> ”.

Assim, a regra fuzzy pode ser

Se u1 é A1 E u2 é A2 E . . . E un é An Então s é B.

Neste caso podemos tomar u = (u1, . . . , un) ∈ U, onde U é o produto cartesiano U1 × . . . ×Un e
A é o produto cartesiano fuzzy A1 × . . . ×An ∈ U . A regra fica da forma:

Se u é A Então s é B.
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O sistema combina várias regras por meio das saídas fuzzy de cada regra.
Utiliza-se uma s-norma como sendo o conector lógico “OU” que liga as diversas regras fuzzy.

Um sistema de regras fuzzy tem a seguinte forma geral:

⎧
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎩

Se u é A1 Então s é B1

OU

Se u é A2 Então s é B2

OU

⋮

OU

Se u é Am Então s é Bm

(2.10)

sendo u = (u1, u2, . . . , un) e Ai = Ai1 ×Ai2 × . . . ×Ain para todo i = 1, . . . ,m. Se a entrada do
sistema fuzzy forA∗

= A∗
1×A

∗
2×⋅ ⋅ ⋅×A

∗
n, a saída será um conjunto fuzzyB∗

⊂ B1∪B2∪ . . .∪Bm.

2.3.1 Método de Mamdani

Mamdani e Assilian foram pioneiros na automação baseada em lógica fuzzy

para realizar e controlar tarefas. No trabalho [28], Mamdani e Assilian observaram que ope-
radores humanos baseiam suas estratégias de controle de forma linguística e geralmente não
matematicamente precisas. Este trabalho influenciou outros pesquisadores a utilizar contro-
ladores fuzzy na teoria de controle, como é o caso do controlador de Takagi-Sugeno [58].

O método de Mamdani é baseado na regra de composição de inferência max-
min. A aplicação ∧ (mínimo) é utilizada para modelar a condicional “Se Então” de cada regra
da base de regras. Adota-se o mínimo também como a t-norma do conectivo lógico “E”. Para o
conectivo lógico “OU” utiliza-se a s-norma ∨ (máximo) que conecta as regras fuzzy da base de
regras.

Dado A∗
= A∗

1 ×A
∗
2 × . . .×A

∗
n como entrada do sistema de regras (2.10). Para

cada regra i = 1, . . . ,m, o conjunto Ai é o produto cartesiano fuzzy Ai1 × . . . ×Ain, isto é

µAi
(u) = µAi1

(u1) ∧ µAi2
(u2) ∧ . . . ∧ µAin

(un) =
n

⋀

j=1
µAij

(uj), (2.11)

para todo u ∈ U = U1 × . . . ×Un.
Desta forma, a função de pertinência do conjunto B∗

i de saída de cada regra i
é dado por:

µB∗i (s) = ⋁
u∈U

{[µAi
(u) ∧ µBi

(s)] ∧ µA∗(u)}. (2.12)
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A função de pertinência do conjunto fuzzy B∗ de saída é dada por:

µB∗(s) = µB∗1 (s) ∨ µB∗2 (s) ∨ . . . ∨ µB∗m(s) =
m

⋁

i=1
µB∗i (s) (2.13)

=

m

⋁

i=1
{ ⋁

u∈U
[µAi

(u) ∧ µBi
(s)] ∧ µA∗(u)} (2.14)

=

m

⋁

i=1
{µBi

(s) ∧ ⋁
u∈U

[µAi
(u) ∧ µA∗(u)]}. (2.15)

SeA∗ é crisp com um único elemento, isto é,A∗
= {u∗}, com u∗ = (u∗1, . . . , u∗n),

então para todo u = (u1, . . . , un) ∈ U tem-se

µA∗(u) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se uj = u∗j ∀j = 1, . . . , n

0, caso contrário.
(2.16)

Desta maneira,

⋁

u∈U
[µAi

(u) ∧ µA∗(u)] = µAi
(u∗) =

n

⋀

j=1
µAij

(u∗j ). (2.17)

Assim, a função de pertinência dada em (2.15) do conjunto fuzzy de saída pode ser simplificada
para:

µB∗(s) =
m

⋁

i=1

n

⋀

j=1
[µAij

(u∗j ) ∧ µBi
(s)]. (2.18)

Exemplo 2.14. Exemplo de sistema fuzzy:
⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

Se u1 é A11 E u2 é A12 Então s é B1,

Se u1 é A21 E u2 é A22 Então s é B2.

Dado como entrada um conjunto crisp contendo apenas u∗ = (u∗1, u
∗
2), a

função de pertinência do conjunto fuzzy B∗
⊂ B1 ∪B2 de saída é dada por:

µB∗(s) =

2

⋁

i=1

2

⋀

j=1
[µAij

(u∗j ) ∧ µBi
(s)], (2.19)

ou ainda,

µB∗(s) = [µA11(u
∗
1) ∧ µA12(u

∗
2) ∧ µB1(s)] ∨ [µA21(u

∗
1) ∧ µA22(u

∗
2) ∧ µB2(s)]. (2.20)

2.3.2 Defuzificação

No controlador fuzzy, a cada entrada fuzzy o módulo produz uma saída tam-
bém fuzzy. No entanto, se a entrada é um número real, podemos esperar que a saída corres-
pondente seja também um número real. Assim, podemos utilizar um método para defuzificar a
saída e obter um número real [6].

Os principais métodos de defuzificação podem ser estudados em [6, 35, 48],
sendo eles o Método Centro dos Máximos, o Método da Média dos Máximos e o Método do
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Centro de Área. Aqui abordaremos brevemente o Método do Centro de Área, que será utilizado
na seção 3.4.1.

O Método do Centro de Área é semelhante a média ponderada para uma dis-
tribuição de dados, com a diferença que os pesos aqui são os graus de pertinência do conjunto
fuzzy [6].

Dado um conjunto fuzzy B em V . O valor crisp f da defuzificação de B pelo
Método do Centro de Área é dado por

f =
∫V vµB(v)dv

∫V µB(v)dv
, (2.21)

ou, caso o domínio de B for discreto com n elementos, podemos utilizar a equação

f =
∑
n
i=1 viµB(vi)
∑
n
i=1 µB(vi)

. (2.22)
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3 MORFOLOGIA MATEMÁTICA

A Morfologia Matemática (MM) é empregada no processamento e análise de
objetos ou imagens [46, 51]. Seu desenvolvimento começou a ser formalizado na França nos
anos 60 por Matheron e Serra, que se basearam nos trabalhos de Minkowski e
Hadwiger [30, 46] para criar a morfologia matemática binária. Matheron e Serra buscavam
criar ferramentas para serem utilizadas na extração de informações geométricas no estudo de
imagens de minerais.

Nos anos 80, várias abordagens foram criadas para generaliza-la para imagens
em tons de cinza, como por exemplo a abordagem da umbra [46, 52] e threshold [57]. Do ponto
de vista teórico, tanto a MM binária como as abordagens em tons de cinza, podem ser muito
bem conduzidas numa estrutura matemática chamada reticulado completo [18, 45].

Abordagens da MM para imagens coloridas foram desenvolvidas por Comer
e Delp nos anos 90 [9]. Uma grande dificuldade para estender a MM para imagens coloridas é
criar uma ordem parcial apropriada para uma certa aplicação.

Em particular, Louverdis, Andreadis e Tsalides desenvolveram um novo mo-
delo fuzzy de operadores morfológicos para imagens coloridas [27]. Especificamente, eles in-
troduziram operadores de dilatação e erosão menos sensíveis a distorções na imagem que as
outras abordagens morfológicas. Esses operadores são definidos utilizando sistemas de regras
fuzzy se-então e o espaço de cor HSV.

Além das aplicações em processamento de imagens, a MM também pode ser
empregada no contexto de redes neurais artificiais [12, 21, 39]. Redes neurais artificiais são
modelos matemáticos inspirados no cérebro humano. Uma das habilidades do cérebro, chamada
memória associativa, refere-se à capacidade de recordarmos informações por associação [23,
17].

Definição 3.1 (Imagem e Gráfico de uma Imagem). Uma imagem é uma função g ∶ X → V,

onde X denota o espaço euclidiano Rd ou o espaço digital Zd e V é o conjunto dos valores da

imagem. O gráfico de uma imagem é o conjunto G(g) = {(x,g(x)) ∶ x ∈ X}.

Cada elemento (x,g(x)) ∈ G(g) é chamado de picture element ou pixel.
Denotaremos o conjunto de todas as imagens g ∶ X→ V por VX.

3.1 MORFOLOGIA MATEMÁTICA EM RETICULADOS COMPLETOS

Nesta seção faremos uma breve revisão da teoria dos reticulados completos.
Reticulados fornecem um contexto geral onde a morfologia matemática pode ser conduzida.

Definição 3.2 (Ordem Parcial e Total). Dado um conjunto não vazio L, uma relação binária ≤

em L é chamada ordem parcial se
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i) x ≤ x;

ii) x ≤ y e y ≤ x⇒ x = y;

iii) x ≤ y e y ≤ z ⇒ x ≤ z.

A ordem é dita total se, além das três propriedades acima, ela tiver a seguinte propriedade

iv) x ≤ y ou y ≤ x, ∀x, y ∈ L.

Um conjunto L munido com uma ordem parcial é dito um conjunto parcial-
mente ordenado. Seja L um conjunto parcialmente ordenado e K ⊂ L, dizemos que a é cota
superior de K se a ≥ b, para todo b ∈K. Definimos o supremo (⋁) como a menor cota superior
de K. Do mesmo modo, a é cota inferior de K se para todo b ∈ K temos que a ≤ b. O ínfimo
(⋀) de K é a maior cota inferior.

Definição 3.3 (Reticulado e Reticulado Completo). Um conjunto parcialmente ordenado L é

um reticulado se todo subconjunto finito possui supremo e ínfimo em L. Um reticulado é dito

completo se todo subconjunto (mesmo infinito) possui supremo e ínfimo.

Alguns exemplos importantes de reticulados são dados a seguir.

Exemplo 3.4. R com a ordem usual é um reticulado, mas não é completo. No entanto R̄ =

R ∪ {+∞,−∞} é um reticulado completo.

Exemplo 3.5. O conjunto das partes de E, denotado por P (E), com a ordem de inclusão é um
reticulado completo.

Note que, se K = ∅, todo elemento de um reticulado L é cota superior e
inferior de K. Portanto, a maior cota inferior de K é o maior elemento de L, e a menor cota
superior de K é o menor elemento de L, ou seja

⋁∅ =⋀L e ⋀∅ =⋁L. (3.1)

3.1.1 Reticulados Brouwerianos

Brouwer e Heyting caracterizaram os reticulados Brouwerianos, que é uma
generalização da álgebra booleana [7].

Definição 3.6 (Reticulado Brouweriano [7]). Um reticulado L é dito Brouweriano se para todo

a, b ∈ L, o conjunto S = {x ∈ L ∶ a ∧ x ≤ b} possui um maior elemento. O elemento b/a definido

como:

b/a =⋁{x ∈ L ∶ a ∧ x ≤ b} ∈ S (3.2)

é chamado por Birkhoff de pseudo complemento relativo de a em b [7]. Nós chamaremos o

pseudo complemento relativo de a em b de resíduo de b por a.
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Observação 1. Note que o resíduo b/a não é apenas o supremo do conjunto S, mas também
um elemento de S.

O próximo exemplo mostra que o conjunto dos valores de imagens em tons de
cinza é um reticulado completo Brouweriano, que será utilizado na seção 3.3 sobre a abordagem
da umbra e na seção 3.3.2 sobre a abordagem level sets, que utiliza o fato dele ser Brouweriano.

Exemplo 3.7. O intervalo [0,1] com a ordem usual é um reticulado completo Brouweriano.
Veja que, dados a, b ∈ [0,1], o elemento b/a é dado por

b/a =⋁{x ∈ [0,1] ∶ a ∧ x ≤ b} =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se a ≤ b,

b, se a > b.
(3.3)

Exemplo 3.8. O conjunto dos números reais com a ordem usual é um reticulado mas não é
Brouweriano. Note que, tomando a, b ∈ R tais que a ≤ b, não existe o supremo de S = {x ∈ R ∶

a ∧ x ≤ b}. Entretanto, R ∪ {+∞} é um reticulado Brouweriano que não é completo.

Alguns autores, como Roman em [44], chamam o reticulado da definição 3.6
de reticulado de Heyting e o dual dele de reticulado Brouweriano. Neste trabalho seguiremos a
definição de Birkhoff [7].

3.1.2 Operadores em Reticulados Completos

Sejam L,M reticulados completos e φ, ψ dois operadores de L em M. Es-
crevemos φ ≤ ψ se φ(x) ≤ ψ(x) para todo x ∈ L. O conjunto de todos os operadores de L em
M é um reticulado completo com esta relação de ordem. O ínfimo e o supremo são dados por

(⋀

i∈I
ψi)(x) =⋀

i∈I
ψi(x) e (⋁

i∈I
ψi)(x) =⋁

i∈I
ψi(x). (3.4)

A próxima definição trata de operadores que comutam com o supremo ou
ínfimo, esses são os principais operadores da MM.

Definição 3.9 (Dilatação e Erosão [18, 19, 47] ). Sejam L e M reticulados completos. Qualquer

operador ε ∶ L→M que satisfaz a seguinte equação, para todo K ⊆ L, é chamado de erosão.

ε(⋀K) = ⋀

x∈K
ε(x). (3.5)

De forma análoga, um operador δ ∶ M → L é uma dilatação se satisfaz a seguinte equação

para todo K ⊆ L:

δ(⋁K) = ⋁

x∈K
δ(x). (3.6)

Em outras palavras, erosão é qualquer operador que comuta com o ínfimo e
dilatação é qualquer operador que comuta com o supremo.
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Definição 3.10 (Adjunção). Dados dois operadores ε ∶ L Ð→ M e δ ∶ M Ð→ L com L e M
reticulados completos. O par (ε, δ) é uma adjunção entre L e M se [18, 19, 47]:

δ(y) ≤ x⇔ y ≤ ε(x). (3.7)

Se (ε, δ) é uma adjunção entre L e L dizemos que (ε, δ) é uma adjunção sobre o reticulado L.

A proposição a seguir é encontrada em [18, 19, 47] e relaciona os operadores
de dilatação e erosão por meio da adjunção como uma relação de dualidade:

Proposição 3.11. Sejam L e M reticulados completos.

1. Se (ε, δ) é uma adjunção entre L e M, então ε é uma erosão e δ é uma dilatação.

2. Se δ é uma dilatação, então existe uma única erosão ε tal que (ε, δ) é uma adjunção.

Essa erosão é dada por:

ε(x) =⋁{y ∈M ∶ δ(y) ≤ x}. (3.8)

3. Se ε é uma erosão, então existe uma única dilatação δ tal que (ε, δ) é uma adjunção.

Essa dilatação é dada por:

δ(y) =⋀{x ∈ L ∶ y ≤ ε(x)}. (3.9)

3.2 MORFOLOGIA MATEMÁTICA BINÁRIA

Na morfologia matemática binária V é o conjunto {0,1} e uma imagem binária
associa a cada ponto de X o valor zero ou um. Uma imagem binária pode ser vista como um
subconjunto A de X. Especificamente, uma imagem g ∶ X → {0,1} pode ser vista como o
conjunto A de todos os pontos onde g associa o valor “1”, e isso indica um pixel em “primeiro
plano”.

Um pixel em primeiro plano é por exemplo preto quando o representamos
numa folha de papel. Quando um pixel não pertence a imagem, ou seja, seu valor é “0”, indica
um pixel em “segundo plano” que, no exemplo da folha de papel, é um pixel branco.

O complemento de uma imagem A é uma imagem representada por Ac e
definida como

Ac = {x ∈ X ∶ x /∈ A}, (3.10)

e a reflexão de uma imagem A, denotada como Â, é dada por:

Â = {x ∈ X ∶ x = −a∣ a ∈ A}. (3.11)

SeA eB são duas imagens, a união deA eB é dada porA∪B = {x ∈ X ∶ x ∈ A

ou x ∈ B}, a intersecção porA∩B = {x ∈ X ∶ x ∈ A e x ∈ B} e a diferençaA−B = {x ∈ X ∶ x ∈ A

e x /∈ B} = A ∩Bc.
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Podemos realizar também a translação de uma imagem por um vetor b da
seguinte maneira:

Definição 3.12 (Translação). Seja A ⊂ X e b ∈ X. A translação de A por b é definida como:

A + b = {c ∈ X ∶ c = a + b;a ∈ A}. (3.12)

A morfologia matemática envolve análise geométrica das formas e das textu-
ras nas imagens. Os operadores morfológicos trabalham com duas imagens: a imagem a ser pro-
cessada e o elemento estruturante. Abaixo segue os dois operadores morfológicos elementares:

Definição 3.13 (Dilatação Binária). Sejam A,B ⊂ X, a dilatação binária de A por B é definida

como:

A⊕b B = {c ∈ X ∶ c = a + b;a ∈ A,b ∈ B}. (3.13)

A dilatação A⊕b B pode ser escrita em termos de translações como:

A⊕b B = ⋃

x∈B
(A + x) = ⋃

x∈A
(B + x). (3.14)

A dilatação possui algumas propriedades importantes, entre elas destacamos
que é comutativa, associativa, monótona e distributiva em relação a união.

Definição 3.14 (Erosão Binária). Sejam A,B ⊂ X, a erosão binária de A por B é definida

como:

A⊖b B = {x ∈ X ∶ x + b ∈ A,∀b ∈ B}. (3.15)

A erosão A⊖b B pode ser escrita em termos de translações como

A⊖b B = ⋂

b∈B
(A − b). (3.16)

Exemplo 3.15. Na Figura 3.1 apresentamos (a) uma imagem binária e as respectivas (b) di-
latação e (c) erosão binárias da imagem por um elemento estruturante quadrado de dimensões
2 × 2. Observe que a dilatação expande e a erosão retrai o desenho da imagem.

A erosão e a dilatação são operações duais, isto é, (A⊖b B)
c
= Ac ⊕b B̂ [16].

Entretanto, ⊕b e ⊖b não são operações inversas, ou seja, (A⊖bB)⊕bB pode ser diferente de B.
Utilizando combinações das operações de erosão e dilatação podemos obter

novas operações, duas dessas novas operações são a abertura e o fechamento. A abertura da
imagem A por um elemento estruturante B, denotada por A ○b B, é obtida realizando a erosão
seguida da dilatação, isto é:

A ○b B = (A⊖b B)⊕b B. (3.17)
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(a) Imagem binária (b) Dilatação binária (c) Erosão binária

Figura 3.1: Imagem Binária, Elemento estruturante, Dilatação e Erosão binárias.

A abertura tem relação com o interior de conjuntos na topologia [26] e, da
mesma forma que a operação interior, a abertura é idempotente, ou seja,
A ○b (A ○b B) = A ○b B.

O fechamento da imagemA por um elemento estruturanteB, denotadoA●bB,
é obtida realizando a dilatação seguida da erosão:

A ●b B = (A⊕b B)⊖b B. (3.18)

O fechamento tem relação com o fecho de conjuntos da topologia e, também
é idempotente, ou seja: A ●b (A ●b B) = A ●b B.

Assim como a erosão e a dilatação, abertura e fechamento também são op-
erações duais. O complemento do fechamento de A por B é a abertura de Ac por B̂ [16], isto
é,

(A ●b B)
c
= Ac ○b B̂. (3.19)

O gradiente morfológico, que pode ser usado para detecção de limites ou
bordas de objetos em imagens [51], é definido como a diferença da dilatação pela erosão, ou
seja, todos os pontos que estão na dilatação e não estão na erosão:

ρB(A) = (A⊕B) − (A⊖B). (3.20)

Na Figura 3.2 apresentamos o complemento do gradiente morfológico para facilitar a visualiza-
ção.

Exemplo 3.16. Na Figura 3.2 apresentamos (a) abertura, (b) fechamento e (c) complemento do
gradiente morfológico da imagem binária apresentada na Figura 3.1. Note como o gradiente
morfológico traça o contorno do desenho na imagem.
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(a) Abertura (b) Fechamento (c) Gradiente morfológico

Figura 3.2: Abertura, fechamento e gradiente morfológico da imagem pelo elemento estrutu-
rante apresentados na Figura 3.1.

3.3 MORFOLOGIA MATEMÁTICA EM TONS DE CINZA

Vejamos agora o caso das imagens em tons de cinza, onde V = [0,1] ⊂ R e
X = R2. Várias abordagens foram desenvolvidas para estender a morfologia matemática para
imagens em tons de cinza. Nesta seção, falaremos das abordagens da umbra, threshold e level

sets.

3.3.1 Abordagem da Umbra

A abordagem da umbra, desenvolvida por Serra e Sternberg em meados dos
anos 1980, estende os operadores da morfologia matemática binária para imagens em tons de
cinza [46, 52].

Para estender a MM binária, representamos uma imagem em tons de cinza do
R2 como uma imagem binária do R3 usando a terceira coordenada para o tom de cinza de cada
pixel [49]. Da mesma forma, uma imagem em tons de cinza do Rd é uma imagem binária do
Rd+1 [16].

Definição 3.17 (Umbra [49]). Seja g ∶ X → V uma imagem em tons de cinza. A umbra de g,

denotada por U(g), é definida como

U(g) = {(x,y) ∈ X ×R ∶ y ⩽ g(x)}. (3.21)

Por exemplo, a umbra de uma imagem g ∶ R2
→ [0,1] é o subconjunto do R3

de todos os pontos (x, y, z) onde z ⩽ g(x, y).

Definição 3.18 (Topo de um Conjunto [49]). Seja A ⊂ X ×R, tome X = {x ∈ X ∶ (x,y) ∈ A}.

O Topo do conjunto A, denotado por T[A] ∶ X→ V, é definido como

T[A](x) =⋁{y ∈ V ∶ (x,y) ∈ A}. (3.22)
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A umbra e o topo de um conjunto estão relacionados [16] por

T[U(g)] = g, (3.23)

de onde segue imediatamente que U(T[U(g)]) = U(g).
A umbra não é a operação inversa do topo de um conjunto pois A ⊂ U(T[A])

entretanto U(T[A]) /⊂ A para certos conjuntos.
Agora podemos definir dilatação e erosão para imagens em tons de cinza uti-

lizando a umbra e o topo da umbra combinadas com as operações de dilatação e erosão binárias.

Definição 3.19 (Dilatação e Erosão da umbra [16, 49]). Sejam g, s ∶ X → V. A dilatação e a

erosão da umbra de g por s, denotadas respectivamente por g⊕u s e g⊖u s, são definidas como

g ⊕u s = T[U(g)⊕b U(s)] e g ⊖u s = T[U(g)⊖b U(s)]. (3.24)

Assim, a dilatação (erosão) de g por s, para as imagens em tons de cinza, é
definida como sendo o topo da dilatação (erosão) binária das umbras de g e s. A proposição a
seguir fornece uma forma explícita de calcular dilatação e erosão da umbra, usando máximos e
mínimos.

Proposição 3.20 (Dilatação e a Erosão da umbra [46]). Sejam g, s ∶ X → V. A dilatação e a

erosão em tons de cinza de g por s são dadas por

(g ⊕u s)(x) = 1 ∧ [ ⋁

y∈X
x−y∈X

{g(x − y) + s(y)}], (3.25)

e

(g ⊖u s)(x) = 0 ∨ [⋀

y∈X
{g(x + y) − s(y)}]. (3.26)

Demonstração. Pela definição:

[g ⊕u s] = T[U(g)⊕b U(s)]. (3.27)

Utilizando as definições de dilatação binária, umbra e topo de um conjunto,
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temos:

[g ⊕u s](x) = T[U(g)⊕b U(s)](x)

= T[{(y, b) ∈ X ×V ∶ b ≤ g(y)}⊕b {(y, b) ∈ X ×V ∶ b ≤ s(y)}](x)

= T[{(c + y, d + b) ∈ X ×V ∶ d ≤ g(c); b ≤ s(y),∀c,y ∈ X}](x)

= ⋁{(d + b) ∈ V ∶ x = c + y, d ≤ g(c) e b ≤ s(y),∀c,y ∈ X}

= ⋁{(d + b) ∈ V ∶ d ≤ g(x − y) e b ≤ s(y),∀(x − y),y ∈ X}

= ⋁{[g(x − y) + s(y)] ∈ V ∶ (x − y),y ∈ X}

= ⋁

y∈X
x−y∈X

{g(x − y) + s(y) ∈ V}.

Utilizando agora o fato que V = [0,1]:

[g ⊕u s](x) = [ ⋁

y∈X
x−y∈X

{g(x − y) + s(y)}] ∧ 1. (3.28)

Assim, demonstramos a equação da dilatação, a demonstração da equação
erosão segue de forma análoga.

Observação 2. Na literatura, a abordagem da umbra é desenvolvida no reticulado completo
R ∪ {+∞,−∞}. Aqui estamos utilizando o reticulado completo [0,1], por isso na Proposição
3.20 temos que realizar a operação de máximo com zero na erosão e de mínimo com 1 na
dilatação. A demonstração da Proposição 3.20 é parecida com a demonstração existente para o
reticulado completo R∪{+∞,−∞}, bastando observar que os valores devem estar no reticulado
V = [0,1] e por isso o máximo e o mínimo são utilizados.

Exemplo 3.21. Na Figura 3.3 apresentamos (a) uma imagem em tons de cinza, (b) um elemento
estruturante, e as respectivas (c) dilatação e (d) erosão da imagem pelo elemento estruturante, na
abordagem da umbra. Observe que a dilatação clareia a imagem expandindo as regiões claras,
enquanto que a erosão escurece a imagem retraindo as partes claras.

Abertura e fechamento em tons de cinza são definidos utilizando combinações
das operações de dilatação e erosão, da mesma maneira que a abertura e fechamento binários. A
abertura da imagem g por um elemento estruturante s, denotada por g ○u s, é obtida realizando
a erosão seguida da dilatação. Já o fechamento, denotado g ●u s, é obtido realizando a dilatação
seguida da erosão, ou seja:

g ○u s = (g ⊖u s)⊕u s e g ●u s = (g ⊕u s)⊖u s. (3.29)

O gradiente morfológico é definido como a diferença ponto a ponto entre a dilatação e a erosão.
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(a) Imagem em tons de cinza (b) Elemento estruturante

(c) Dilatação utilizando a abordagem da umbra (d) Erosão utilizando a abordagem da umbra

Figura 3.3: Imagem em tons de cinza, elemento estruturante, dilatação e erosão da imagem pelo
elemento estruturante utilizando a abordagem da umbra.

Exemplo 3.22. Na Figura 3.4 apresentamos (a) a abertura, (b) o fechamento e (c) o com-
plemento do gradiente morfológico da imagem pelo elementos estruturante apresentados na
Figura 3.3 utilizando a abordagem da umbra. O complemento do gradiente morfológico foi
apresentado para facilitar a visualização na folha de papel. O complemento de uma imagem
g ∶ X → [0,1] é definido como a imagem gc ∶ X → [0,1] tal que gc(x) = 1 − g(x) para todo
x ∈ X.

3.3.2 Abordagem do Threshold e Level Set

Outra abordagem para estender os operadores da morfologia matemática bi-
nária para imagens em tons de cinza é a abordagem do threshold. Esta abordagem é anterior ao
trabalho de Sternberg [52] sobre a abordagem da umbra e foi desenvolvida por Serra [47].

Dada uma imagem em tons de cinza g ∈ VX e um elemento estruturante S ⊆ X,
a T-dilatação ⊕t e a T-erosão ⊖t [31], também chamadas dilatação e erosão flat [18], são dadas
por:

(g ⊕t S)(x) = ⋁
y∈S

g(x − y) e (g ⊖t S)(x) = ⋀
y∈S

g(y − x). (3.30)

Note que, nessa abordagem, o elemento estruturante é um conjunto clássico.
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(a) Abertura (b) Fechamento (c) Gradiente morfológico

Figura 3.4: Abertura, fechamento e complemento do gradiente morfológico da imagem pelo
elemento estruturante apresentados na Figura 3.1 utilizando a abordagem da umbra.

A abordagem level set pode ser vista como uma extensão da abordagem thresh-

old. Abordagem level set decompõe a imagem e o elemento estruturante em conjuntos de níveis
(level sets) e aplica os operadores da morfologia matemática binária nesses conjuntos.

Uma imagem g ∈ VX pode ser decomposta em level sets St(g) dados por [18]:

St(g) = {x ∈ X ∶ g(x) ≥ t}, ∀t ∈ V. (3.31)

Observe que St(g) ⊆ X é o conjunto de todos os pontos x ∈ X em que a
imagem g excede o limitante t. Para dois valores t1, t2 ∈ V tais que t1 ≤ t2, temos St1(g) ⊆

St2(g).
A imagem g pode ser recuperada à partir dos level sets como segue:

g(x) =⋁{t ∈ V ∶ x ∈ St(g)}. (3.32)

A L-dilatação e a L-erosão, denotadas respectivamente por ⊕l e ⊖l, podem ser
calculadas para um elemento s ∈ VX fixo como

(g ⊕l s)(x) =⋁{t ∈ V ∶ x ∈ [St(g)⊕b St(s)]}, (3.33)

(g ⊖l s)(x) =⋁{t ∈ V ∶ x ∈ [St(g)⊖b St(s)]}. (3.34)

A abordagem do level sets generaliza a abordagem do threshold. Para um
elemento estruturante binário S ⊆ X e uma imagem g ∈ VX, temos que g ⊕t S = g ⊕l s e
g ⊖t S = g ⊖l s, onde s ∈ VX é definida como

s(x) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se x ∈ S,

0, se x ∉ S.
(3.35)

No artigo [57], Sussner e Valle definem o conjunto dos valores das imagens
como sendo R̄ = R ∪ {−∞,+∞} ou Z̄ = Z ∪ {−∞,+∞}. Desta maneira, o supremo e o ínfimo
do conjunto dos valores são +∞ e −∞, respectivamente. Neste trabalho estamos utilizando o
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intervalo da reta [0,1] como conjunto dos valores das imagens em tons de cinza, por isso o
supremo e o ínfimo do conjunto dos valores são 1 e 0, respectivamente. Em outras palavras,
nas equações (3.35) e (3.38) encontram-se os valores 1 e 0 onde no trabalho de Valle e Sussner
estão +∞ e −∞.

A próxima proposição nos dá uma maneria prática de calcular a L-dilatação e
a L-erosão.

Proposição 3.23 (L-dilatação e L-erosão [57]). Para todo par de imagens g, s ∈ VX, a L-

dilatação e a L-erosão são dadas respectivamente por

(g ⊕l s)(x) = ⋁
y∈X

s(x − y) ∧ g(y), (3.36)

e
(g ⊖l s)(x) = ⋀

y∈X
(g(y)/s(y − x)), (3.37)

onde / ∶ V ×V→ V é uma operação binária chamada resíduo e definida como:

b/a =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

1, se a ≤ b,

b, se a > b.
(3.38)

Note que, além dos operadores “∨” e “∧”, a abordagem level sets é baseada
também na operação binária “/” definida em (3.38). Essa operação é definida num reticulado
completo Brouweriano. Note também a relação entre a implicação fuzzy de Gödel dada no
Exemplo 2.10 e a operação resíduo “/”:

(a⇒m b) = b/a, ∀a, b ∈ [0,1]. (3.39)

Exemplo 3.24. Na Figura 3.5 apresentamos (a) uma imagem em tons de cinza, (b) um elemento
estruturante e as respectivas (c) dilatação e (d) erosão da imagem pelo elemento estruturante, na
abordagem level sets. Observe que a dilatação clareia a imagem expandindo as regiões claras,
enquanto que a erosão escurece a imagem retraindo as partes claras.

A abertura, o fechamento e o gradiente morfológico são encontrados da mesma
maneira que nas abordagens anteriores, ou seja, a abertura da imagem g por um elemento es-
truturante s, denotada por g ○l s, é obtida realizando a erosão e em seguida a dilatação. Já o
fechamento, denotado g ●l s, é obtido realizando a dilatação seguida da erosão.

Exemplo 3.25. Na Figura 3.4 apresentamos (a) a abertura, (b) o fechamento e (c) o comple-
mento do gradiente morfológico da imagem pelo elementos estruturante apresentados na Figura
3.3 utilizando a abordagem level sets. O complemento do gradiente morfológico é apresentado
para facilitar a visualização na folha de papel.
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(a) Imagem em tons de cinza (b) Elemento estruturante

(c) Dilatação da abordagem level sets (d) Erosão da abordagem level sets

Figura 3.5: Imagem em tons de cinza, elemento estruturante, dilatação e erosão da abordagem
level sets.

3.4 MORFOLOGIA MATEMÁTICA PARA IMAGENS COLORIDAS

No contexto de imagens coloridas, o conjunto de valores V geralmente
corresponde a um subconjunto de R3. Com efeito, Vandenbroucke classifica os espaços de
cores em quatro tipos principais [65]: Os espaços de cores primarias, como o sistema RGB; os
modelos de luminosidade-cromaticidade como o CIELab; os espaços de eixos independentes,
que resultam de métodos estatísticos como a transformação de Karhunen-Loève; os espaços
baseados na percepção humana na qual uma cor é expressa em termos de luminosidade, hue e
saturação, como as representações HSL e HSV.

O sistema de cor mais utilizado é o RGB, que representa uma cor utilizando
a decomposição dela nas três cores primárias: vermelho (Red), verde (Green) e azul (Blue).
Entretanto, o sistema RGB apresenta algumas desvantagens. Por exemplo, ele não tem uma
relação forte com a percepção de cor pelo olho humano.

O sistema de cor baseado no espaço HSV usa descrições de cores com apelo
intuitivo [1]. Neste modelo as cores são representadas por três parâmetros: hue (h), saturação

(s) e valor (v).
O hue, também chamado de matiz, que é representado por um ângulo sobre

o eixo horizontal variando de 0 a 360 graus, refere-se a tonalidade ou cromaticidade das cores,
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(a) Abertura (b) Fechamento (c) Gradiente morfológico

Figura 3.6: Abertura, fechamento e complemento do gradiente morfológico da imagem pelo
elemento estruturante apresentados na Figura 3.5 utilizando a abordagem level sets.

Figura 3.7: Interpretação geométrica do sistema de cores HSV.

como vermelho ou verde. Branco, preto e os tons de cinza não possuem hue, por isso são ditos
acromáticos. Os ângulos 0 ○,60 ○,120 ○,180 ○,240 ○ e 300 ○ correspondem as cores vermelho,

amarelo, verde, ciano, azul e magenta, respectivamente. No ângulo 360 ○ a cor volta a ser
vermelho. A saturação, com valores no intervalo [0,1], refere-se a quantidade de branco ou
“pureza” da cor. Finalmente, o valor refere-se a intensidade de brilho de uma determinada cor.
O valor varia de 0, cor negra onde os valores de hue e saturação são irrelevantes, até 1, onde a
intensidade de brilho é máxima.

A Figura 3.7 apresenta uma interpretação geométrica do espaço de cores HSV.
A altura do cone corresponde ao valor. A distância da cor ao eixo principal do cone determina
a saturação. Finalmente, o ângulo corresponde ao hue. As equações para converter cores do
espaço de cores RGB para o espaço de cores HSV podem ser encontradas em [50].
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Figura 3.8: Conjuntos fuzzy que descrevem as cromaticidades vermelho, amarelo, verde, ciano,
azul e magenta.

Figura 3.9: Conjuntos fuzzy que descrevem os conceitos pequeno, médio e grade.

3.4.1 Modelo de Louverdis para Morfologia Matemática Coloridas

No trabalho [27], Louverdis et al. criaram um sistema de regras fuzzy se-

então em que as variáveis de entrada são os valores h, s, v de um pixel e a saída é um número
que será usado para ordenar as cores. Especificamente, Louverdis et al. definiram conjuntos
fuzzy triangulares, conforme apresentado na Figura 3.8, para representar as cromaticidades ver-

melho, amarelo, verde, ciano, azul e magenta. De um modo similar, a saturação e o valor são
caracterizados por três conjuntos fuzzy cada, como na Figura 3.9.

A saída do sistema fuzzy, denotado por f e referido como plano ordenado, é
um número real entre 0 e 100. Considerando os 6 conjuntos fuzzy do hue, os 3 conjuntos fuzzy
da saturação e os 3 do valor, temos 54 combinações entre eles. Assim, o universo do plano
ordenado é dividido em 54 partes, que são modeladas com conjuntos fuzzy L1, L2,..., L54,
como apresentado na Figura 3.10.

O sistema fuzzy utiliza 54 regras se-então, onde cada regra relaciona uma
combinação entre as descrições dos valores h, s, v com um dos 54 conjuntos do plano ordenado.
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Figura 3.10: Conjuntos fuzzy L1, L2, L3, ..., L54 no universo do plano ordenado.

A forma geral dessas regras é:

Se valor é

⎧
⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪
⎩

pequeno

médio

grande

⎫
⎪⎪⎪⎪⎪
⎬
⎪⎪⎪⎪⎪
⎭

e saturação é

⎧
⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪
⎩

grande

médio

pequeno

⎫
⎪⎪⎪⎪⎪
⎬
⎪⎪⎪⎪⎪
⎭

e hue é

⎧
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎩

vermelho

magenta

azul

amarelo

ciano

verde

⎫
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎬
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎭

(3.40)

então o nível do plano ordenado é

⎧
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎩

L1
L2
L3
⋮

L54

⎫
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎬
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎭

. (3.41)

Observe que as regras fuzzy primeiro dividem o plano ordenado com respeito ao valor. Se v é
pequeno, então o plano ordenado varia entre os conjuntos L1 e L18. Se v é médio, então o nível
do plano ordenado varia entre L19 e L36. Se v é grande, então o nível do plano ordenado varia
entre L37 e L54. Depois, cada uma dessas regiões é subdividida de acordo com a entrada satu-

ração (s) em três subníveis. O primeiro se s é grande, o segundo se s é médio e o terceiro se s é
pequeno. Por último, cada subnível destes é dividido em 6 partes, uma para cada cromaticidade
da entrada hue. A ordem das cromaticidades é vermelho, magenta, azul, amarelo, ciano, verde.
Segundo Louverdis, esta ordem está baseada na percepção de cor do olho humano [27].

Finalmente, o plano ordenado f de uma certa cor é obtido utilizado o método
de Mamdani seguido do método de defuzificação do centro de área [35]. Denotaremos por
` ∶ VHSV → [0,100] a função que leva uma cor no sistema HSV ao plano ordenado. Além disso,
denotaremos por VfHSV o produto cartesiano [0,100]×VHSV . Precisamente, um elemento x no
sistema VfHSV corresponde à [f v s h], em que h, s e v são as componentes no sistema
HSV e f = `([h s v]) corresponde ao plano ordenado.

O plano ordenado foi utilizado por Louverdis et al. para definir uma pré-
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ordem no espaço de cores HSV. Especificamente, dadas duas cores x1 = [f1 h1 s1 v1] e
x2 = [f2 h2 s2 v2] em fHSV, eles definiram x1 < x2 se f1 < f2 e x1 ≡ x2 quando f1 = f2.
Note que duas cores distintas podem ser consideradas equivalentes nesse caso. Consequente-
mente, o conjunto VfHSV não representa um reticulado com essa pré-ordem.

Em vista disso, introduzimos uma ordem condicional (c-ordering) entre as
cores no sistema VfHSV . A ordem condicional é uma ordem total [4] bastante sensível ao
primeiro argumento analisado. Para diminuir essa sensibilidade tomamos o maior inteiro menor
que f como primeiro argumento. Essa estratégia é motivada pela ordem lexicográfica α-modulo

de Angulo e Serra [3].
A ordem é definida como:

x1 ≤ x2⇔

⎧
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪⎪⎪⎪⎪⎪
⎩

⌊f1⌋ < ⌊f2⌋ ou

⌊f1⌋ = ⌊f2⌋ e v1 < v2 ou

⌊f1⌋ = ⌊f2⌋, v1 = v2 e s1 > s2 ou

⌊f1⌋ = ⌊f2⌋, v1 = v2, s1 = s2 e h1 ≤ h2.

(3.42)

Observe que, nessa ordem, primeiro comparamos os valores inteiros do plano ordenado das duas
cores. Caso ⌊f1⌋ = ⌊f2⌋, analisamos o valor pois, segundo Louverdis et al., essa componente é
mais perceptível que as demais [27]. Se v1 = v2, analisamos a saturação. Por último, caso as
cores tenham o mesmo plano ordenado, valor e saturação, comparamos o hue. Note que x1 ≤ x2

e x2 ≤ x1 se e somente se [h1 s1 v1] = [h2 s2 v2].

Teorema 3.26. O conjunto VfHSV com a ordem definida em (3.42) é um reticulado completo

Brouweriano.

Demonstração. Seja S ⊆ VfHSV um subconjunto qualquer. Mostraremos que S possui supremo
e ínfimo. Observe que [0,1], [0,100] e [0,360] são reticulados completos.

Desta forma, tomando u = [f0 h0 s0 v0], onde:

f0 = ⋁{f ∈ [0,100] ∶ [f h s v] ∈ S}, (3.43)

v0 = ⋁{v ∈ [0,1] ∶ [f h s v] ∈ S, ⌊f⌋ = ⌊f0⌋}, (3.44)

s0 = ⋀{s ∈ [0,1] ∶ [f h s v] ∈ S, ⌊f⌋ = ⌊f0⌋, v = v0}, (3.45)

h0 = ⋁{h ∈ [0,360] ∶ [f h s v] ∈ S, ⌊f⌋ = ⌊f0⌋, v = v0, s = s0}. (3.46)

Note que construímos u através das condições da ordem definida em (3.42),
de maneira que u = ⋁S. Logo, existe supremo de S e, de forma análoga podemos mostrar que
existe ínfimo de S. Portanto VfHSV é um reticulado completo.

A ordem total garante que VfHSV é um reticulado Brouweriano, pois toda
cadeia é Brouweriana [7]. Portanto o conjunto VfHSV com a ordem total definida em (3.42) é
um reticulado completo Brouweriano.
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O resíduo de duas cores x1 = [f1 h1 s1 v1] e x2 = [f2 h2 s2 v2] em
VfHSV é dado por:

x1/x2 =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

⋁VfHSV se x2 ≤ x1,

[f1 h1 s1 v1] se x1 < x2.
(3.47)

O supremo e o ínfimo de VfHSV são dados por:

⋁VfHSV = [100 120 0 1] e ⋀VfHSV = [0 0 1 0]. (3.48)

Entretanto, da maneira como foi construído o sistema de regras fuzzy e a ordem em VfHSV ,
embora o contradominio de ` seja o intervalo [0,100], o menor valor que ` pode atingir é 1.81

e o maior é 98.11, que são a defuzificação dos conjuntos L1 e L54 respectivamente. Desta
maneira, em termos práticos valem:

⋁VfHSV = [98 120 0 1] e ⋀VfHSV = [1 0 1 0]. (3.49)

Louverdis et al. definiram a dilatação e a erosão para imagens coloridas de
maneira análoga à abordagem da umbra. Por exemplo, a erosão, utiliza a seguinte operação em
VHSV : Dados [h1, s1, v1], [h2, s2, v2] ∈ VHSV ,

[h1, s1, v1] � [h2, s2, v2] = [(h1 − h2) ∨ 0, (s1 − s2) ∨ 0, (v1 − v2) ∨ 0]. (3.50)

Assim, a erosão de uma imagem g ∶ X → VHSV por um elemento estruturante s ∶ X → VHSV

foi definida como a seguinte operação [27]:

(g ⊖ψ s)(x) = ⋀
z∈X

{g(z) � s(z − x)}. (3.51)

O exemplo abaixo mostra que a operação definida na Equação (3.51) não
comuta com o ínfimo e, pela Definição 3.9, ⊖ψ não é uma erosão.

Exemplo 3.27. Considere o elemento estruturante s(x) = [180 0 0] ∈ VHSV , para todo
x ∈ X, e duas imagens g1,g2 ∶ X → VHSV tais que, para todo x ∈ X, temos que g1(x) =

[120 0 0] e g2(x) = [300 0 0].
Veja que [300 0 0] ≤ [120 0 0] e [0 0 0] ≤ [120 0 0] porque

`([300 0 0]) = 25, `([120 0 0]) = 32 e `([0 0 0]) = 23. Por um lado,

[[g1 ∧ g2]⊖ψ s](x) = ⋀

z∈X
{(g1 ∧ g2)(z) � s(z − x)} (3.52)

= [([120 0 0] ∧ [300 0 0]) � [180 0 0]] (3.53)

= [[300 0 0] � [180 0 0]] (3.54)

= [120 0 0]. (3.55)
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Por outro lado,

(g1 ⊖ψ s)(x) = ⋀
z∈X

{g1(z) � s(z − x)} = ([120 0 0] � [180 0 0]) = [0 0 0], (3.56)

e

(g2⊖ψ s)(x) = ⋀
z∈X

{g2(z)� s(z−x)} = ([300 0 0]� [180 0 0]) = [120 0 0]. (3.57)

Logo,

[(g1 ⊖ψ s)(x) ∧ (g2 ⊖ψ s)(x)] = [0 0 0] ∧ [120 0 0] = [0 0 0] (3.58)

Portanto,
[(g1 ∧ g2)⊖ψ s](x) ≠ [(g1 ⊖ψ s)(x) ∧ (g2 ⊖ψ s)(x)] (3.59)

O que mostra que a operação ⊖ψ não comuta com o mínimo.

Para contornar este problema, neste ponto também seguimos um caminho
diferente, definindo os operadores de dilatação e erosão como na abordagem do level sets.

A dilatação e a erosão para imagens coloridas são definidas utilizando a ordem
total definida na equação (3.42) e o resíduo definido na equação (3.47):

(g ⊕c s)(x) = ⋁
y∈X

s(x − y) ∧ g(y), (3.60)

(g ⊖c s)(x) = ⋀
y∈X

(g(y)/s(y − x)). (3.61)

Exemplo 3.28. Na Figura 3.11 apresentamos as representações de uma imagem colorida (a), da
dilatação (b) e erosão (c) definidas como definidas na equação (3.61) utilizando como elemento
estruturante um quadrado 3 × 3 branco.

Observe que a dilatação marca o elemento estruturante nas regiões com cores
claras da imagem, como por exemplo próximo ao olho da ave azul e amarela. Já a erosão es-
curece algumas partes com cores claras, por exemplo a região próxima ao olho da ave vermelha,
mas a erosão marca o supremo do reticulado (cor branca) em outras partes claras da imagem,
como por exemplo em partes do bico da ave vermelha.

A abertura e o fechamento são encontrados da mesma maneira que nas abor-
dagens anteriores, ou seja, a abertura da imagem g por um elemento estruturante s, denotada
por g○cs, é obtida realizando a erosão e em seguida a dilatação, já o fechamento, denotado g●cs,
é obtido realizando a dilatação e em seguida a erosão. O gradiente morfológico é a imagem em
tons de cinza definido como a distância euclidiana, ponto a ponto, da dilatação pela erosão.

Exemplo 3.29. Na Figura 3.12 apresentamos a abertura (a), o fechamento (b) e o complemento
do gradiente morfológico normalizado (c) da imagem apresentada na Figura 3.11. Em (c) é
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(a) Imagem original (b) Dilatação (c) Erosão

Figura 3.11: (a) Imagem colorida 512 × 512 pixels, (b) dilatação da abordagem baseada no
reticulado VfHSV e (c) erosão da abordagem baseada no reticulado VfHSV .

(a) Abertura (b) Fechamento (c) Gradiente

Figura 3.12: Abertura, fechamento e gradiente morfológico da imagem apresentada na Figura
3.11.

apresentado o complemento do gradiente morfológico para facilitar a visualização na folha de
papel. O gradiente morfológico normalizado é obtido dividindo o valor do gradiente por

√

3,
fornecendo assim uma imagem em tons de cinza com valores em [0,1]. Note que o gradiente
morfológico traça o contorno dos desenhos na imagem.
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4 MEMÓRIAS ASSOCIATIVAS MORFOLÓGICAS

Neste capítulo faremos uma breve revisão sobre as MAMs, em especial as
MAMs de Ritter e Sussner [38, 39], as memórias associativas fuzzy implicativas introduzidas
por Valle e Sussner [56, 63] e as memórias associativas esparsas em reticulados completos
estudadas por Valle e Grande Vicente [60, 67].

As memórias associativas (AMs, do termo inglês associative memories) são
inspiradas na capacidade do cérebro humano de armazenar e recordar informações por asso-
ciação [2, 5, 18, 23, 33]. Por exemplo, ao vermos algum trecho de um livro que já lemos,
recordamos de todo o assunto do livro. Investigações de como o cérebro é capaz de fazer tais
associações tem levado a vários modelos de redes neurais que atuam como memórias associati-
vas [39].

As AMs são aplicadas em várias áreas da ciência. Por exemplo para reconhe-
cimento e classificação de padrões [71, 72], problemas de otimização [20], localização de faces
e visão computacional [13, 36, 53] entre outros.

O conjunto das memórias fundamentais é um conjunto de pares de associ-
ações {(xξ,yξ) ∶ ξ = 1, . . . , p} ⊆ X × Y , onde os conjuntos X e Y englobam todos os possíveis
itens memorizados. A AM é um modelo que armazena esses pares de associações. Um mo-
delo de AM pode ser descrito, matematicamente, como uma aplicação W ∶ X → Y tal que,
W(xξ) = yξ para todo ξ = 1, . . . , p. Além disso, a aplicação W deve ser capaz de recordar o
padrão memorizado mesmo que um padrão ruidoso ou incompleto seja apresentado para a AM.

As AMs podem ser classificadas como hetero-associativas ou auto-associati-
vas. Uma memória é dita auto-associativa se o conjunto das memórias fundamentais é da forma
{(xξ,xξ) ∶ ξ = 1, . . . , p}, isto é, xξ = yξ para todo ξ = 1, . . . , p. Caso contrário, isto é, se
xξ ≠ yξ para algum ξ entre 1 e p, então a AM é dita hetero-associativa. Desta maneira, uma AM
é hetero-associativa se ela associa um elemento a outro elemento distinto, por exemplo quando
associamos o título de um livro ao seu conteúdo. Por outro lado, uma AM é auto-associativa se
ela associa um elemento a ele mesmo, como quando vemos uma pessoa e lembramos dela.

Os primeiros modelos de memórias associativas baseadas na MM, referidos
como MAMs, foram introduzidas por Ritter e Sussner em meados dos anos 1990 [38, 39].
Especificamente, os neurônios das MAMs tradicionais efetuam generalizações das operações
da abordagem umbra para a MM em tons de cinza.

Em termos gerais, a principal diferença entre os modelos clássicos de memóri-
as associativas e os modelos morfológicos está em utilizar as operações baseadas em reticulados
no lugar das operações usuais de multiplicação de matrizes [39].

Nos últimos anos, observou-se um crescente interesse em modelos de AMs
para imagens coloridas. De um modo geral, existe na literatura duas abordagens distintas para
generalizar uma AM em tons de cinza para trabalhar com imagens coloridas.
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Uma das abordagens é baseada na representação em 24-bits de imagens digi-
tais coloridas, em que o valor de cada pixel varia de 0 a 224

− 1. Essa abordagem foi adotada,
por exemplo, por Monteros e Azuela [66].

Outra abordagem, empregada por Zheng et al. [73], utiliza o sistema de cor
RGB. Nessa abordagem, uma imagem colorida corresponde à três imagens em tons de cinza,
uma para cada canal de cor.

Por outro lado, a classe das memórias auto-associativas esparsas em reticula-
dos completos (MAERCs), apresentadas em detalhes por Valle e Grande Vicente em [60, 67],
não é baseada em modelos em tons de cinza. Com efeito, eles tinham como objetivo desenvolver
um modelo de memória associativa capaz de armazenar e recordar padrões definidos em reticu-
lados completos arbitrários. Em geral, as MAERCs requerem menos recursos computacionais
que os modelos tradicionais e possuem desempenho superior à ruído gaussiano.

Do ponto de vista teórico, as MAERCs são definidas em uma estrutura de
reticulado completo, enquanto que as MAMs em tons de cinza são definidas num reticulado
com extensão de grupo que, além da estrutura de reticulado, requer duas operações binárias
adicionais [67].

4.1 MAMS DE RITTER E SUSSNER

As MAMs introduzidas por Ritter e Sussner são definidas em termos de ope-
rações matriciais não-lineares definidas numa sub-álgebra da álgebra de imagens [37, 42, 43],
chamada álgebra minimax [10]. Na álgebra minimax, as operações de soma e multiplicação são
substituídas por operações de reticulados.

As MAMs tradicionais podem ser utilizadas para armazenamento de ima-
gens binárias e em tons de cinza, e tem sido aplicadas com sucesso para análise de imagens
hiperespectrais [14, 41, 40] e para reconstrução de imagens em tons de cinza corrompidas [55].

Do ponto de vista teórico, as MAMs tradicionais são definidas em uma es-
trutura chamada extensão de reticulado completo com ordem de grupo, ou extensão de l-grupo
completo [54]. Um reticulado L é um l-grupo se (L,+), para uma certa operação +, é um grupo
e se toda translação de grupo é isótona. Uma extensão de l-grupo completo é um reticulado
completo cujo conjunto dos elementos finitos formam um l-grupo.

Para que a extensão de l-grupo seja consistente, são definidas duas operações
“+” e “+′” da seguinte maneira:

⋀L +⋁L =⋁L +⋀L =⋀L e ⋀L +
′
⋁L =⋁L +

′
⋀L =⋁L. (4.1)

Assim, uma extensão de l-grupo completo pode ser denotado por (L,∧,∨,+,+′).

Exemplo 4.1. Um exemplo de extensão de l-grupo completo é (R̄,∧,∨,+,+′) onde + e +
′
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coincidem com a operação usual de adição em R e:

(−∞)+ (+∞) = (+∞)+ (−∞) = (−∞) e (−∞)+
′
(+∞) = (+∞)+

′
(−∞) = (+∞). (4.2)

Numa extensão de l-grupo completo, todo elemento x ∈ L possui um conju-
gado x∗ ∈ L, definido como [10]:

x∗ =

⎧
⎪⎪⎪⎪⎪⎪
⎨
⎪⎪⎪⎪⎪⎪
⎩

−x, se x ∉ {⋀L,⋁L},

⋀L, se x = ⋁L,

⋁L, se x = ⋀L.

(4.3)

Seja L um l-grupo, o conjugado de uma matriz A ∈ Lm×n é a matriz
A∗

∈ Ln×m dada por
[A∗

]ij = [A]ji, (4.4)

para todo i = 1, . . . , n e j = 1, . . . ,m. Note que (A∗
)
∗
= A.

A operação de máximo e de mínimo entre duas matrizes com dimensões com-
patíveis em um l-grupo L é calculada componente a componente, ou seja, dados A,B ∈ Lm×n,
C = A ∨B e D = A ∧B são dados por:

[C]ij = [A]ij ∨ [B]ij e [D]ij = [A]ij ∧ [B]ij. (4.5)

As operação produto máximo e produto mínimo são parecidas com o produto
usual de matriz. Dadas duas matrizes, A ∈ Lm×p e B ∈ Lp×n, as operações produto máximo e
produto mínimo são definidas respectivamente como C = A ∨◻ B e D = A ∧◻ B, onde:

[C]ij =

p

⋁

k=1
([A]ik + [B]kj) e [D]ij =

p

⋀

k=1
([A]ik +

′
[B]kj). (4.6)

Ritter e Sussner definiram as MAMs tradicionais como uma aplicação
WXY ∶ R̄n

→ R̄m, definida utilizando uma matriz WXY ∈ R̄m×n e o produto máximo, ou a
aplicaçãoMXY ∶ R̄n

→ R̄m, definida utilizando uma matriz MXY ∈ R̄m×n e a aplicação produto
mínimo, da seguinte maneira:

WXY (x) =WXY ∨◻ x e MXY (x) =MXY ∧◻ x, (4.7)

para todo padrão de entrada x ∈ R̄n.
A fase de armazenamento das MAMs tradicionais consiste em definir as ma-

trizes de pesos sinápticos WXY ou MXY . Dado um conjunto de memórias fundamentais
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{(xξ,yξ) ∶ ξ = 1, . . . , p} ⊆ R̄n
× R̄m, as matrizes WXY e MXY são definidas como:

WXY =

p

⋀

ξ=1
yξ ∧◻ (xξ)∗ e MXY =

p

⋁

ξ=1
yξ ∨◻ (xξ)∗. (4.8)

Não existe um limite máximo de padrões que as MAMs tradicionais possam
armazenar, e elas possuem convergência em uma única iteração quando aplicadas recursiva-
mente [39, 55]. Além disso, elas se mostraram excelentes na reconstrução de imagens incom-
pletas. Porém, as MAMs tradicionais não são eficientes na remoção de ruído gaussiano ou do
tipo sal-e-pimenta.

A próxima proposição garante que, no caso auto-associativo, as MAMs
tradicionais são ótimas no sentido de, se existir uma matriz A tal que A ∨◻ xξ = xξ para todo
ξ = 1, . . . , p então a matriz de pesos sinápticos WXX também satisfaz WXX ∨◻ xξ = xξ para todo
ξ. De maneira semelhante, se existe uma matriz B tal que B ∧◻ xξ = xξ para todo ξ = 1, . . . , p

então a matriz de pesos sinápticos MXX também satisfaz MXX ∨◻ xξ = xξ para todo ξ.

Proposição 4.2. Dado um conjunto de memórias fundamentais {xξ ∶ ξ = 1, . . . , p} ⊆ R̄n, as

matrizes WXX e MXX definidas na equação (4.8) satisfazem as seguintes equações [39]:

WXX =⋁{A ∈ R̄n×n
∶ A ∨◻ xξ ≤ xξ,∀ξ = 1, . . . , p}, (4.9)

e

MXX =⋀{A ∈ R̄n×n
∶ A ∧◻ xξ ≥ xξ,∀ξ = 1, . . . , p}. (4.10)

4.2 IFAM DE GÖDEL

No inicio dos anos 1990, outra classe de memórias associativas, chamadas
memórias associativas fuzzy (FAM, do termo inglês fuzzy associative memories), foram intro-
duzidas por Kosko [24, 25] e desenvolvida posteriormente por diversos pesquisadores.

As FAMs de Kosko são definidas utilizando as operações matriciais max-min
e max-produto. Dadas duas matrizes A de dimensões m×p e B de dimensões p×n, as matrizes
C do produto matricial max-min e D do produto matricial max-produto tem dimensões m × n

e são dadas por:

[C]ij =

p

⋁

k=1
([A]ik ∧ [B]kj) e [D]ij =

p

⋁

k=1
([A]ik . [B]kj) (4.11)

Chung e Lee generalizaram o modelo de Kosko substituindo o mínimo e o
produto por uma t-norma qualquer [8]. Uma operação matricial semelhante aquela apresentada
na equação (4.6) pode ser definida combinando a operação de máximo com uma t-norma [22,
35]. Dadas duas matrizes A ∈ [0,1]m×p e B ∈ [0,1]p×n, o produto max-T de A por B, denotado
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por C = A t◻ B, é definido como:

[C]ij =

p

⋁

k=1
([A]ik t [B]kj), ∀i = 1, . . . ,m e j = 1, . . . , n. (4.12)

O modelo da FAM generalizada de Chung e Lee, ou GFAM (do termo inglês,
generalized fuzzy associative memory), é descrita como uma aplicaçãoMF ∶ [0,1]n → [0,1]m

definida para todo x ∈ [0,1]n como:

MF(x) =MCL t◻ x, (4.13)

para MCL ∈ [0,1]m×n.
A fase de armazenamento da GFAM consiste em definir as matrizes de pesos

sinápticos MCL. Dado um conjunto de memórias fundamentais {(xξ,yξ) ∶ ξ = 1, . . . , p}, com
xξ ∈ [0,1]n e yξ ∈ [0,1]m, a matriz MCL é definida como:

[MCL]ij =
p

⋁

ξ=1
(yξi tx

ξ
j), ∀i = 1, . . . , n e j = 1, . . . ,m. (4.14)

As GFAMs não possuem bons resultados devido a interferência cruzada. Esse
fenômeno acontece devido à estratégia de armazenamento da GFAM não levar em conta a
equação (4.13) que descreve a memória. As memórias associativas fuzzy implicativas (IFAMs,
do termo inglês implicative fuzzy associative memories), introduzidas por Valle e Sussner, po-
dem ser vistas como versões melhoradas das GFAMs [63].

As IFAMs utilizam o armazenamento implicativo [56, 63], que também é
chamado de armazenamento por adjunção [59, 61]. O armazenamento implicativo é ótimo no
sentido de fornecer a maior FAM MF ∶ [0,1]n → [0,1]m tal que MF(xξ) ≤ yξ para todo
ξ = 1, . . . , p. A matriz dos pesos sinápticos da IFAM é definida como:

MVS =⋁{A ∈ [0,1]m×n ∶ A t◻ xξ ≤ yξ,∀ξ = 1, . . . , p}. (4.15)

A próxima proposição dá uma maneira prática de calcular a matriz MVS uti-
lizando a implicação fuzzy ⇒ t que forma uma adjunção com a t-norma usada no produto
max-T

Proposição 4.3. Dado um conjunto de associações {(xξ,yξ) ∶ ξ = 1, . . . , p} ∈ [0,1]n × [0,1]m,

a matriz M definida por

[M]ij =

p

⋀

ξ=1
(xξj ⇒ t y

ξ
i ), ∀i = 1, . . . , n e j = 1, . . . ,m, (4.16)

é solução de:

MVS =⋁{A ∈ [0,1]m×n ∶ A t◻ xξ ≤ yξ,∀ξ = 1, . . . , p}. (4.17)



50

O armazenamento implicativo utilizando a implicação de Gödel (⇒m) que
forma uma adjunção com a t-norma do mínimo ( tm) é chamada de IFAM de Gödel. Especifi-
camente, a IFAM de GödelMG é descrita pela equação:

[MG(x)]i =
m

⋁

j=1
([MG]ij ∧ xj), ∀i = 1, . . . , n, (4.18)

em que a matriz dos pesos sinápticos MG é dada por:

[MG]ij =
p

⋁

ξ=1
(xξi ⇒m y

ξ
i ) =

p

⋁

ξ=1
(xξi /y

ξ
i ), ∀i = 1, . . . , n e j = 1, . . . ,m. (4.19)

A MAM Brouweriana definida no próximo capítulo generaliza a IFAM de
Gödel.

4.3 MEMÓRIAS AUTO-ASSOCIATIVAS ESPARSAS EM RETICULADOS COMPLETOS

As memórias auto-associativas esparsas em reticulados completos (MAERCs),
introduzidas por Valle em [60] e estudadas por Grande Vicente em [67], são constituídas por
uma simples camada de n neurônios, onde cada neurônio executa uma operação da morfologia
matemática.

Dois modelos de memórias são definidos utilizando as operações de supremo
e ínfimo. O modelo baseado no supremo é uma dilatação [60], definida como uma aplicação
WVV ∶ Vn

→ Vn, onde V é um reticulado completo. Para um padrão de entrada x ∈ Vn, a saída
y =WVV(x), é dada por:

yi = ⋁

(j,i)∈S
xj, ∀i ∈ N . (4.20)

onde N = {1, . . . , n} e S ⊆ N × N é chamado conjunto das junções sinápticas. A memória
baseada na operação de ínfimo, que é uma erosão [60], é dada por uma aplicaçãoMVV ∶ Vn

→

Vn. Para um padrão de entrada x, a saída y é dada por

yi = ⋀

(i,j)∈S
xj, ∀i ∈ N . (4.21)

A fase de armazenamento das MAERCs consiste em determinar o conjunto
das junções sinápticas S . Para armazenar o conjunto de memórias fundamentais {x1, . . . ,xp} ⊂

Vn, devemos determinar o conjunto S , tal que:

xξi = ⋁

(j,i)∈S
xξj e xξi = ⋀

(i,j)∈S
xξj , ∀ξ = 1, . . . , p (4.22)

O conjunto S = {(i, i) ∶ ∀i ∈ N} satisfaz as equações em (4.22), o que garante
pelo menos uma solução. Porém, tomando S = {(i, i) ∶ ∀i ∈ N}, tornamosMVV ou WVV na
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aplicação identidade, tais queMVV(x) = x ouWVV(x) = x para todo x ∈ Vn e, portanto, não
fornece nenhuma tolerância a ruído.

Para obter uma memória com tolerância a ruído, o conjunto das junções sináp-
ticas S das MAERCs é definido como [64]

S = {(i, j) ∶ xξi ≤ xξj , ∀ξ = 1, . . . , p}. (4.23)

A proposição abaixo, demonstrada em [64], relaciona as MAERCs com as
MAMs de Ritter e Sussner.

Proposição 4.4. Dado um conjunto {x1, . . . ,xp} ⊆ Ln de memórias fundamentais, onde

L(∨,∧,+,+′) é uma extensão de l-grupo completo com elemento neutro 0, defina as MAERCs

MVV eWVV por meio das equações (4.20), (4.21) e (4.23). Neste caso, existe uma única matriz

de pesos sinápticos MVV ∈ Ln×n e uma única matriz WVV ∈ Ln×n tais que:

MVV(x) =MVV ∧◻ x e WVV(x) =WVV ∨◻ x, (4.24)

para todo x ∈ Ln. Além disso, essas duas matrizes podem ser obtidas das matrizes de pesos

sinápticos,MXX eWXX , das MAMs auto-associativas de Ritter e Sussner da seguinte maneira:

[MVV]ij = φ+([MXX]
ij
) e [WVV]ij = φ−([MXX]

ij
), (4.25)

onde os operadores φ+ ∶ L→ L e φ− ∶ L→ L são definidos como:

φ+(x) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

0, se x ≤ 0,

⋁L, caso contrário,
(4.26)

e

φ−(x) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

0, se x ≥ 0,

⋀L, caso contrário.
(4.27)

A Proposição 4.4 revela que as MAERCs podem ser obtidas das MAMs tradi-
cionais. Entretanto, as MAERCs tem um custo computacional muito inferior as MAMs tradi-
cionais, e Valle e Grande Vicente demonstraram que não existe um limite máximo de padrões
que as MAERCs possam armazenar, além de convergência em uma única iteração [67].

Do ponto de vista teórico, as MAERCs são definidas em reticulados comple-
tos, enquanto as MAMs tradicionais são definidas em uma extensão de l-grupo que, além da
estrutura de reticulado, necessita de um grupo com duas operações binárias adicionais. Por
outro lado, as MAERCs exibem tolerância a ruído inferior as MAMs tradicionais.
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5 MEMÓRIAS ASSOCIATIVAS MORFOLÓGICAS BROUWERIANAS

Neste capítulo introduziremos as memórias associativas morfológicas
Brouwerianas (BMAMs, do termo inglês Brouwerian morphological associative memories).
Diferente das MAMs tradicionais, as MAMs Brouwerianas são definidas em um reticulado
completo Brouweriano.

Suponha que o conjunto das memórias fundamentais é o produto Cartesiano
de um reticulado completo Brouweriano L, ou seja, X = Ln. Seja W ∈ Ln×n a matriz das
conexões sinápticas da BMAM. Considerando que o número de elementos em W pode ser
inviável em aplicações com n grande, permitimos redes com estrutura esparsa.

Formalmente, denotamos por T ⊆ N ×N , em queN = {1,2, . . . , n}, a topolo-
gia de rede no seguinte sentido: se (i, j) ∈ T , então a saída yi depende diretamente de xj .
Consequentemente, são considerados apenas os elementos wij tais que (i, j) ∈ T . Uma rede
totalmente conectada é obtida considerando T = N ×N . Dizemos que uma rede permite auto-
conexões se (i, i) ∈ T para todo i ∈ N .

Dado um padrão de entrada x = [x1, . . . ,xn]T ∈ Ln, o modelo k-iterações da
BMAM é a funçãoWk ∶ X Ð→ X definida como

Wk(x) = x(k), (5.1)

onde {x(k)}∞k=0 é a sequência dada por:

x(0) = x e xi(k) = ⋁

(i,j)∈T
{wij ∧ xj(k − 1)}, ∀i = 1, . . . , n. (5.2)

Se a sequência {x(k)}∞k=0 é convergente para algum padrão de entrada x ∈ Ln, o modelo

*-BMAM é a funçãoW∗ ∶ X Ð→ X dada porW∗(x) = limx(k).
Dado um conjunto de memórias fundamentais {x1,x2, . . . ,xp} ⊆ Ln e uma

determinada topologia da rede T ⊆ N ×N , a matriz dos pesos sinápticos W ∈ Ln×n da BMAM
é dada por:

W =⋁

⎧
⎪⎪
⎨
⎪⎪
⎩

A ∈ Ln×n ∶ ⋁

(i,j)∈T
(aij ∧ xξj) ≤ xξi , ∀i ∈ N ,∀ξ = 1, . . . , p

⎫
⎪⎪
⎬
⎪⎪
⎭

. (5.3)

Teorema 5.1. Dado um conjunto de memórias fundamentais {xξ ∶ ξ = 1, . . . , p} ∈ Ln e uma

topologia de rede T ⊆ N × N , a matriz dos pesos sinápticos W definida na equação (5.3) é

dada por:

wij =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

⋀
p
ξ=1(x

ξ
i /x

ξ
j), se (i, j) ∈ T ,

⋁L, caso contrário.
(5.4)
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Demonstração. Seja A ∈ Ln×n tal que:

⋁

(i,j)∈T
(aij ∧ xξj) ≤ xξi , ∀i ∈ N ,∀ξ = 1, . . . p. (5.5)

Para todo (i, j) ∈ T , vale:

(aij ∧ xξj) ≤ xξi ∀ξ = 1, . . . , p (5.6)

⇒ aij ≤ xξi /x
ξ
j ∀ξ = 1, . . . , p (5.7)

⇒ aij ≤

p

⋀

ξ=1
(xξi /x

ξ
j) =wij. (5.8)

Além disso, para todo (i, j) ∉ T :
aij ≤⋁L =wij. (5.9)

Portanto, para todo i, j = 1, . . . , n, temos que aij ≤ wij , ou seja, W é maior
ou igual a A.

Vamos mostrar agora que W satisfaz:

⋁

(i,j)∈T
(wij ∧ xξj) ≤ xξi , ∀i ∈ N ,∀ξ = 1, . . . , p. (5.10)

Para todo (i, j) ∈ T e todo ξ = 1, . . . , p, valem:
Se xξj ≤ xξi :

(wij ∧ xξj) ≤ xξj ≤ xξi . (5.11)

Se xξj > xξi :

(wij ∧ xξj) ≤wij =

p

⋀

γ=1
(xγi /x

γ
j ) ≤ (xξi /x

ξ
j) = xξi . (5.12)

Segue que,

(wij ∧ xξj) ≤ xξi , ∀(i, j) ∈ T ,∀ξ = 1, . . . , p (5.13)

⇒ ⋁

(i,j)∈T
(wij ∧ xξj) ≤ xξi , ∀i ∈ N ,∀ξ = 1, . . . , p. (5.14)

Logo,

W =⋁

⎧
⎪⎪
⎨
⎪⎪
⎩

A ∈ Ln×n ∶ ⋁

(i,j)∈T
(aij ∧ xξj) ≤ xξi , ∀i ∈ N ,∀ξ = 1, . . . , p

⎫
⎪⎪
⎬
⎪⎪
⎭

. (5.15)

Como a matriz W é determinada utilizando o resíduo “/” do mínimo do reti-
culado L, nos referimos a (5.3) como armazenamento residual. O armazenamento residual é
ótimo no seguinte sentido: Se existe A ∈ Ln×n tal que xξi = ⋁(i,j)∈T (aij ∧ xξj) então a matriz W
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é tal que xξi = ⋁(i,j)∈T (wij ∧ xξj) e aij ≤wij para todo (i, j) ∈ T .
Além disso, o teorema a seguir revela que a sequência definida na Equação

(5.2) está relacionada com o conjunto

F =

⎧
⎪⎪
⎨
⎪⎪
⎩

z = [z1,z2, . . . ,zn]
T
∈ Ln ∶ zi = ⋁

(i,j)∈T
(wij ∧ zj),∀i ∈ N

⎫
⎪⎪
⎬
⎪⎪
⎭

(5.16)

de todos os pontos fixos da matriz de pesos sinápticos W sujeita à topologia T . O teorema
seguinte mostra que, independente do número de padrões, o conjunto de memórias fundamen-
tais está contido em F . Portanto, não existe um limite máximo de padrões que a BMAM possa
armazenar.

Teorema 5.2. Dado um conjunto de memórias fundamentais {xξ ∶ ξ = 1, ..., p} ⊆ Ln, seja W a

matriz da BMAM definida em (5.3) com uma topologia de rede T que permite auto-conexões.

Então, as seguintes relações são verdadeiras para todo x ∈ Ln e para todo k ≥ 1:

x ≤Wk(x) ≤Wk+1(x) ≤W∗(x) =⋀{z ∈ F ∶ z ≥ x}. (5.17)

Além disso, {x1,x2, . . . ,xp} ⊆ F e, portanto, Wt(xξ) = xξ para todo ξ = 1, . . . , p e para

qualquer inteiro t.

Demonstração. Veja que no caso autoassociativo, se a topologia permite auto-conexões, isto é,
(i, i) ∈ T para todo i = 1, . . . , n, então

wii =

p

⋀

ξ=1
(xξi /x

ξ
i ) =⋁L. (5.18)

Dado x ∈ Ln, temos que:

[W1(x)]
i
= ⋁

(i,j)∈T
{wij ∧ xj} ≥wii ∧ xi = xi, ∀i = 1, . . . , n. (5.19)

Assim,W1(x) ≥ x, para todo x ∈ Ln.
De modo geral, para todo t ∈ N temos:

Wk+1(x) =W1(Wk(x)) ≥Wk(x), ∀x ∈ Ln. (5.20)

Portanto, para todo x ∈ Ln,

x ≤Wk(x) ≤Wk+1(x), ∀k ∈ N. (5.21)

Agora, defina y = ⋁{x(0),x(1),x(2), . . .} = ⋁k∈N{x(k)}, onde {x(k)}∞k=0
é a sequência definida como x(0) = x e x(k) = Wk(x). Pela Proposição 13.3 em [18], nós
concluimos que a sequência {x(k)}∞k=0 é ordem-convergente para y. Portanto, o modeloW∗ é
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bem definido eW∗(x) = y. Além disso,

W1(x(k − 1)) = x(k). (5.22)

Aplicando o limite em ambos lados, concluimos que W1(y) = y, isto é, y ∈ F . A seguir
mostraremos que y é o menor elemento de F maior ou igual a x.

Pela definição de y e pela equação (5.21) temos que y ≥ x. Agora, suponha
que existe z ∈ F tal que x ≤ z ≤ y. ComoWk preserva ordem:

Wk(x) ≤Wk(z) ≤Wk(y). (5.23)

Aplicando o limite k →∞, temos que:

y ≤ z ≤ y. (5.24)

Concluimos que y = ⋀{z ∈ F ∶ z ≥ x}.
Por fim, vamos mostrar que {x1,x2, . . . ,xp} ⊆ F . Dado xk ∈ {x1, . . . ,xp},

temos que:

wij =

p

⋀

ξ=1
(xξi /x

ξ
j) ≤ (xki /x

k
j ) =

⎧
⎪⎪⎪
⎨
⎪⎪⎪
⎩

⋁L, se xkj ≤ xki

xki , se xki < xkj

(5.25)

Entretanto, para todo (i, j) ∈ T ,

xki < xkj ⇒ (xkj ∧wij) ≤wij ≤ xki , (5.26)

xkj ≤ xki ⇒ (xkj ∧wij) ≤ xkj ≤ xki . (5.27)

Assim, como (i, i) ∈ T e (xkj ∧wij) ≤ xki para todo (i, j) ∈ T :

[W1(x
k
)]
i

= ⋁

(i,j)∈T
(xkj ∧wij) = (xki ∧wii) ∨ [ ⋁

(i,j)∈T
j≠i

(xkj ∧wij)] (5.28)

= xki ∨ [ ⋁

(i,j)∈T
j≠i

(xkj ∧wij)] = xki . (5.29)

O Teorema 5.2 mostra que a sequência {x(k)}∞k=0 dada pela equação (5.2)
é bem definida e convergente se a matriz dos pesos sinápticos W é dada por (5.3) com uma
topologia de rede que permite auto-conexões, ou seja, se (i, i) ∈ T para todo i ∈ N .

Exemplo 5.3. A IFAM de Gödel é um exemplo de BMAM totalmente conectada (topologia
T = N ×N ), onde a implicação fuzzy de Gödel corresponde ao resíduo da norma triangular do
mínimo [56, 63].
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O próximo teorema mostra que as BMAMs generalizam uma das MAERCS.

Teorema 5.4. Seja L um reticulado completo Brouweriano. Dado um conjunto de memórias

fundamentais {x1, . . . ,xp} ⊆ Ln , defina a MAERCWVV por meio das equações (4.20) e (4.23).
Neste caso, existe uma BMAMW1 ∶ Ln → Ln tal que:

W1(x) =WVV(x), para todo x ∈ Ln. (5.30)

Além disso, essa BMAMW1 pode ser obtida utilizando a topologia a seguir:

T = {(i, j) ∶ xξi ≥ xξj , ∀ξ = 1, . . . , p}, (5.31)

Demonstração. Dados {x1, . . . ,xp} ⊆ Ln e WVV definidas por meio das equações (4.20) e
(4.23). Isto é:

S = {(i, j) ∶ xξi ≤ xξj , ∀ξ = 1, . . . , p}, (5.32)

e para todo x ∈ Ln,

[WVV(x)]
i
=⋁{xj ∶ (j, i) ∈ S} = ⋁

(j,i)∈S
xj, ∀i = 1, . . . , n. (5.33)

Observe que, se definimos T como na equação (5.31), então:

T = {(i, j) ∶ xξi ≥ xξj , ∀ξ = 1, . . . , p} = {(i, j) ∶ (j, i) ∈ S}. (5.34)

Além disso, definindo a matriz de pesos sinápticos da BMAM como na equação (5.4), vemos
que

wij =

p

⋀

ξ=1
(xξi /x

ξ
j), ∀(i, j) ∈ T . (5.35)

Mas, para todo (i, j) ∈ T , temos que xξi ≥ xξj , logo

wij =⋁L, ∀(i, j) ∈ T . (5.36)

Assim,

[W1(x)]
i
= ⋁

(i,j)∈T
{wij ∧ xj} = ⋁

(i,j)∈T
{(⋁L) ∧ xj} = ⋁

(i,j)∈T
xj = ⋁

(j,i)∈S
xj. (5.37)

Logo, das equações (5.33) e (5.37), concluímos que:

[W1(x)]
i
= [WVV(x)]

i
∀i = 1, . . . , n. (5.38)
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BMAM

MAERC M MAERC W
��

IFAM de Gödel
$$

IFAM//

MAERCs

99ee

GFAMs
��

OO

MAMs Tradicionais
��

FAMs de Kosko
��

M1
//M2 ∶ Indica que o modelo M1 generaliza o modelo M2.

M1
oo //M2 ∶ Apenas a fase de recordação de M1 e M2 são iguais.

Figura 5.1: Relações entre as MAMs.

Portanto, para todo x ∈ L:
W1(x) =WVV(x). (5.39)

As MAERCs possuem convergência em uma única iteração, assim, podemos
enunciar o seguinte corolário do Teorema 5.4:

Corolário 5.5. Dado um reticulado completo Brouweriano L e um conjunto de memórias fun-

damentais {x1, . . . ,xp} ⊆ Ln, se T = {(i, j) ∶ xξi ≥ xξj , ∀ξ = 1, . . . , p} então a BMAM tem

convergência em uma única iteração.

A Figura 5.1 relaciona as AMs citadas nesta dissertação em relação a gene-
ralizações, se elas estiverem na mesma estrutura algébrica. Observe que a BMAM generaliza
uma das MAERCs e uma das IFAMs. Observe também que as GFAMs são modelos diferentes
das IFAMs, mas suas fases de recordação são iguais, por isso criamos uma relação entre elas.

5.1 MAMS BROUWERIANAS PARA IMAGENS COLORIDAS

Nesta seção introduziremos uma BMAM para o armazenamento e recordação
de imagens coloridas. Para isso utilizaremos o reticulado completo Brouweriano VfHSV apre-
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(a) x1 (b) x2 (c) x3 (d) x4

(e) x5 (f) x6 (g) x7 (h) x8

(i) x9 (j) x10 (k) x11 (l) x12

Figura 5.2: Imagens coloridas originais utilizadas nos experimentos computacionais

sentado na seção 3.4.1. Posteriormente, faremos diversos experimentos computacionais para
reconstrução de imagens corrompidas com ruídos dos tipos gaussiano, impulsivo e pimenta.

Para avaliar a qualidade das imagens recordadas pela BMAM, utilizaremos
a métrica ∆E∗

ab definida no sistema de cores CIELab. A distância entre duas imagens x,y no
CIELab, denotada ∆E∗

ab(x,y), é dada por:

∆E∗
ab(x,y) =

1

n

n

∑

j=1
∣∣xLabj − yLabj ∣∣, (5.40)

onde xLabj e yLabj são, respectivamente, os valores dos j-ésimos pixels de x e y, no sistema de
cores CIELab e ∣∣ ⋅ ∣∣ denota a norma Euclidiana.

A métrica ∆E∗
ab é uma medida apropriada para avaliar a qualidade das ima-

gens, pois a distância Euclidiana entre duas cores no sistema de cores CIELab está relacionada
com a diferença das cores percebida pela visão humana [1, 15].

Utilizamos nos experimentos computacionais as 12 imagens, apresentadas na
Figura 5.2, com dimensões 384× 256. Os pixels de cada uma das imagens foram reorganizados
de forma que cada imagem se tornasse um vetor do R98304×3, conforme no seguinte exemplo:
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Exemplo 5.6. Dada uma imagem 3 × 3

p =

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎣

p11 p12 p13

p21 p22 p33

p31 p32 p33

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎦

, reorganizamos para

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎣

p11

p21

p31

p12

p22

p32

p13

p23

p33

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎦

=

⎡
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎢
⎣

x1

x2

x3

x4

x5

x6

x7

x8

x9

⎤
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎥
⎦

= x.

Posteriormente, passamos as imagens do sistema de cores RGB para o sis-
tema de cores VfHSV . Assim, obtivemos o conjunto {x1, . . . ,x12

} ⊂ Vn
fHSV , de memórias

fundamentais. Essas imagens foram armazenadas na BMAM auto-associativa, denotada por
Wk ∶ Vn

fHSV → Vn
fHSV , com n = 98304.
Definimos a topologia T como uma rede small-world com auto-conexões

[68]. Especificamente, para cada i = 1, . . . ,98304, colocamos os pares (i, i) em T , e os 8
pares (i, j) que correspondem à vizinhança 3 × 3 do i-ésimo pixel da imagem de dimensões
384 × 256. Posteriormente, para cada i = 1, . . . ,98304, substituímos 30% dos pares (i, j), com
j ≠ i, por pares (i, k) com k escolhido arbitrariamente entre 1 e 98304.

Os elementos da matriz dos pesos sinápticos W da BMAMWk foram deter-
minados utilizando a equação (5.4). O software GNU Octave versão 3.6.2-5 foi adotado no
experimento computacional. No armazenamento da BMAMWk utilizamos inteiros para repre-
sentar os índices (i, j) da topologia e variáveis de precisão dupla para os pesos sinápticos da
matriz W . Ao todo a BMAMWk alocou 31,5 MB de espaço na memória.

Completada a fase de armazenamento, verificamos que a BMAM recordou
corretamente cada uma das 12 imagens originais já na primeira iteração, conforme esperado
devido ao Teorema 5.2.

Posteriormente, aplicamos a BMAM em versões ruidosas das imagens origi-
nais. Introduzimos os ruídos pepper, gaussiano e impulsivo. Utilizamos os valores
0.01,0.02,0.03,0.04,0.05,0.075,0.1,0.15,0.2,0.25,0.3,0.4 e 0.5 tanto para a probabilidade de
adicionar os ruídos pepper e impulsivo como para a variância do ruído gaussiano. Para cada
tipo de ruído, e cada uma dessas 13 intensidades fizemos 10 experimentos em cada umas das
imagens. Ao todo foram 120 experimentos para cada intensidade (probabilidade dos ruídos
pepper e impulsivo e variância do ruído gaussiano) de cada tipo de ruído.

Na Figura 5.3, em preto temos as média e os desvios padrões dos valores
∆E∗

ab entre as imagens original e as ruidosas, e em azul temos as médias e os desvios padrões
das imagens recordadas pela BMAM. Podemos ver que os ∆E∗

ab entre as imagens recordas pela
BMAM e a original são menores que dos padrões ruidosos. Logo, a BMAM foi capaz de retirar
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Figura 5.3: Gráfico das médias e desvios padrões dos ∆E∗
ab entre: Imagens originais e ruidosas

em preto e imagens originais e recordadas pela BMAM em azul.

parte do ruído.
Em todos os teste, foram feitas 5 iterações da BMAM, entretanto, após a

primeira iteração não ocorreram mudanças significativas nas imagens recordadas, por exemplo
na Figura 5.4 comparamos as média e desvios padrões entre as imagens recordadas na primeira
iteração com a original e as imagens recordadas na quinta iteração com as imagens originais.
Podemos ver em azul as médias e desvios padrões do ∆E∗

ab da imagem recordada pela primeira
iteração em relação a imagem original e em rosa da imagem recordada na quinta iteração.
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Figura 5.4: Comparação entre as iterações da BMAM. Em azul o ∆E∗
ab da imagem recordada

na primeira iteração pala imagem original, em rosa o ∆E∗
ab da imagem recordada na quinta

iteração pala imagem original.

Observe que, nas imagens com ruído do tipo gaussiano, após a primeira ite-
ração da BMAM, não houve mudança no valor do ∆E∗

ab, de maneira que as linhas rosa e azul
estão subscritas. Assim, é indiferente comparar a primeira iteração ou a última. Nas imagens
com ruídos tipo impulsivo e pepper, existe uma pequena diferença entre as iterações, que ocor-
reu em maior quantidade precisamente entre a primeira e a segunda iteração. No entanto, a
diferença entre os resultados da primeira e da quinta iteração são pequenos e após a primeira
iteração o resultado começou a piorar.

Analisando as imagens recordadas, encontramos em algumas delas regiões de
algumas imagens onde surgem pixels pretos após a primeira iteração da BMAM, como se a
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(a) x8 (b) x̃8

(c)W1(x̃8) (d)W5(x̃8)

Figura 5.5: (a) Imagem x8, (b) imagem x̃8 com ruído tipo pepper com probabilidade de 0.05,
(c) imagem recordada pela BMAMW1, (d) imagem recordada pela BMAMW5

memória estivesse espalhando o ruído. Na Figura 5.5 mostramos a imagem x8, a imagem x̃8

com ruído tipo pepper com probabilidade 0.05, a imagem recordada pela primeira iteração e a
imagem recordada pela quinta iteração.

Note que, na primeira iteração, a BMAM retirou parte do ruído pepper, mas na
região da asa do avião surgiram alguns novos ruídos (pontos pretos) que não estavam na imagem
x̃8. Na quinta iteração, havia mais ruído na região da asa do avião, como se os pixels pretos
estivessem se espalhando nessa região. Esses pontos devem ser responsáveis pela pequena piora
no resultado da BMAMW5 quando comparada com aW1.

O próximo passo foi descobrir porque os pixels pretos “se espalham” em de-
terminadas regiões das imagens. Verificamos o seguinte problema: Quando substituímos o pixel
original por um pixel preto, representado no sistema de cores RGB pelo vetor p = [0 0 0],
no reticulado VfHSV é representado por [23 0 0 0]. Desta maneira, em regiões da imagem
onde o valor f dos pixels são menos que 23, a BMAM pode “espalhar” o ruído para os de-
mais pixels. De fato, na asa do avião encontramos o pixel [22 52 0.318 0.184] no sistema
VfHSV .

Por fim, comparamos o desempenho da BMAM com o desempenho de outras
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Figura 5.6: Gráfico das médias e desvios padrões dos ∆E∗
ab entre: Imagens originais e ruidosas

em preto, Imagens originais e recordadas pela BMAM em azul e Imagens originais e recordadas
pela QAM.
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Figura 5.7: Gráfico das médias e desvios padrões dos ∆E∗
ab entre: Imagens originais e ruidosas

em preto, Imagens originais e recordadas pela BMAM em azul e Imagens originais e recordadas
pela QAM.

MAMs para imagens coloridas. Na Figura 5.6, comparamos a BMAM com a MAERC, baseada
no supremo, usando o reticulado completo Brouweriano VfHSV . Mostramos que o desempenho
da BMAM foi bastante superior ao desempenho da MAERC. Além disso, a MAERC alocou
324,9 MB de espaço na memória, enquanto a BMAM alocou apenas 31,5 MB.

Na Figura 5.7 comparamos a BMAM com a Memória Associativa baseada em
Quantales no sistema CIELab (QAMs, do termo inglês quantale-based associative memories),
para imagens coloridas desenvolvida por Valle et al. em [62]. Mostramos que apesar das
imagens recordadas pelo modelo da BMAM para imagem colorida possuir menos ruídos que os
padrões apresentados como entrada, ela não foi superior as QAMs. A QAM alocou 94,4 MB
na memória, quase três vezes mais que a BMAM.

Avaliamos que um dos motivos para o desempenho para remoção de ruído
da BMAM ser inferior à QAM é o fato de um quantale ser uma estrutura mais rica matemati-
camente que um reticulado Brouweriano. Além disso, a QAM foi desenvolvida no CIELab,
mesmo espaço do ∆E∗

ab, o que é uma vantagem.
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6 CONCLUSÃO

Nesta Dissertação introduzimos as memórias associativas morfológicas
Brouwerianas, que generalizam os modelos de memórias associativas esparsas em reticula-
dos completos baseadas no supremo. As MAMs Brouwerianas são definidas em um reticulado
completo Brouweriano, podendo ser utilizadas para armazenamento e recordação de imagens
multivalor.

No capítulo 2 revisamos os principais conceitos da lógica e da teoria de con-
juntos fuzzy. Especificamente, revisamos os principais operadores da lógica fuzzy, as relações
fuzzy e sistemas baseados em regras fuzzy.

No capítulo 3 revisamos os principais conceitos da morfologia matemática,
que se desenvolve em reticulados completos. Além dos principais operadores em reticulados
completos, revisamos a definição de reticulados Brouwerianos desenvolvida por Brouwer e
Heyting. Ainda no capitulo 3, revisamos a abordagem da morfologia matematica para imagens
binárias e as abordagens da umbra, threshold e level sets para imagens em tons de cinza. Além
disso, utilizando o trabalho de Louverdis et al. para imagens coloridas [27], introduzimos o
reticulado completo Brouweriano VfHSV para imagens coloridas.

No capítulo 4 revisamos as memórias associativas morfológicas, começando
pelas MAMs de Ritter e Sussner que são desenvolvidas numa estrutura matemática chamada
extensão de reticulado completo com ordem de grupo. Revisamos também as IFAMs, dando
principal enfase as IFAMs de Gödel, e as MAERCs que são desenvolvidas em reticulados com-
pletos e generalizam as MAMs de Ritter e Sussner.

No capítulo 5, introduzimos as MAMs Brouwerianas que generalizam os mo-
delos das MAERCs baseados no supremo. Matematicamente, as MAMs Brouwerianas são
desenvolvidas em reticulados completos Brouwerianos. A IFAM de Gödel é um caso particular
de BMAM, definida no reticulado completo Brouweriano [0,1]. Além disso, apresentamos
resultados teóricos das MAMs Brouwerianas.

Ainda no capítulo 5, na seção 5.1 introduzimos uma BMAM para imagens
coloridas utilizando o reticulado completo Brouweriano VfHSV . Fizemos diversos experimen-
tos computacionais para avaliar o desempenho desse modelo para remoção de ruído de imagens
coloridas. Nos experimentos, primeiro constatamos que a BMAM foi capaz de armazenar e
recordar todas as imagens originais. Posteriormente, estudamos a tolerância aos ruídos gaus-
siano, impulsivo e pepper e, constatamos que em todos os casos a BMAM foi capaz de retirar
parte do ruído.

Por fim, comparamos a BMAM com a Memória Associativa baseada em
Quantales no sistema CIELab (QAMs) introduzidas recentemente em [62]. Mostramos que ape-
sar das imagens recordadas pelo modelo da BMAM para imagem colorida possuir menos ruídos
que os padrões apresentados, ela não foi superior as QAMs. Entretanto, reticulados completos
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Brouwerianos são estruturas matemáticas mais simples que Quantales, que além da estrutura
de reticulado completo, também precisa de uma operação binária associativa e distributiva em
relação ao supremo.

Por outro lado, o modelo de BMAM para imagem colorida apresentado pode
também não ter sido tão eficiente devido especificamente ao reticulado completo Brouweriano
VfHSV . Apesar do sistema de cor HSV ter relação com a maneira que o olho humano percebe
as cores, e o sistema de regras fuzzy utilizado para criar a ordem entre as cores ter sido baseado
em como o olho humano percebe as diferenças entre cores.

A ordem entre as cores possui grande influência no desempenho da BMAM,
por isso, sugerimos para trabalhos futuros novos testes utilizando a BMAM para imagens co-
loridas em outros sistemas de cores. Em especial, sugerimos criar uma ordem entre as cores
no espaço de cores CIELab utilizando um sistema fuzzy, similar ao que foi feito para criar o
reticulado completo Brouweriano VfHSV .

A topologia de rede também possui grande influência no resultado da BMAM.
Assim, estudos sobre o desempenho das BMAMs utilizando outras topologias de rede diferente
da small-world, tanto no reticulado VfHSV como em outros reticulados, podem ser conduzidos
no futuro.
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